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Resumo
Este trabalho apresenta o potencial sistemático do método naïve Bayes, através da utilização
de cinco estratégias de aprimoramento na classificação litológica a partir de dados de
poços do Campo de Massapê, Bacia do Recôncavo. Existe uma quantidade considerável de
trabalhos sobre os métodos de Aprendizado de Máquina, incluindo nas geociências, com
grande enfoque na análise comparativa, mas com limitada discussão sobre a associação
entre a metodologia e os dados. Usualmente, todos os método de aprendizado possuem
um propósito metodológico atrelado à sua gênese, isto é, estes se propõem a resolver um
problema específico, e é nesta especificidade que atingem a sua excelência. Portanto, o
método naïve Bayes (NB) foi aplicado juntamente com quatro estratégias que visavam
aprimorar o método. A primeira estratégia, denominada de KDE, em referência a Kernel
Density Estimation tende a promover um melhor ajuste quanto à amostragem; a segunda
utiliza uma técnica de aprimoramento denominada tuning, e foi denominada como TUN;
a terceira está relacionada à uma modificação na estrutura, ou arquitetura de execução
do NB padrão, e foi denominada de ARC; por fim, a última estratégia considera zonas
estratigráficas em profundidade, e foi denominada de CRC. Foram utilizados os dados de
14 poços do Campo de Massapê (Bacia do Recôncavo), e os perfis GR, log(ILD) e DT,
em turbiditos do Valanginiano (Eo-Cretáceo), considerado como principal reservatório da
região. Também foram utilizadas as litologias categorizadas através da curva DRDN, que
é referente a um método alternativo para a identificação de rochas siliciclásticas. Foram
feitas duas análises separadas que foram: As validações com dados reais e uma classificação
de rochas em um único poço sem perfil litológico. Os resultados da validação indicaram
que todas as estratégias promovem um ganho incipiente em relação ao NB, comprovando
a reconhecida estabilidade (e robustez) deste classificador Bayesiano. Já a classificação
demonstrou grande variedade de resultados das estratégias KDE e ARC em relação às
demais.

Palavras-chave: Naïve Bayes, Tuning, Committee, Bacia do Recôncavo, Perfilagem Geofí-
sica, Formação Maracangalha, Membro Caruaçu.
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Abstract
This work presents the systematic potential of the naïve Bayes method, through the use of
four improvement strategies in lithological classification based on well data from Massapê
Field, Recôncavo Basin. There is a considerable amount of work on Machine Learning
methods, including in the geosciences, with a strong focus on comparative analysis, and
limited discussion on the association between methodology and data. Usually, all learning
methods have a methodological purpose linked to their genesis, in other words, they propose
to solve a specific problem, and it is in this specificity that they reach their excellence.
Therefore, the naïve Bayes (NB) method was applied together with four strategies that
aimed to improve the method. The first strategy, called KDE, in reference to Kernel
Density Estimation tends to promote a better fit in terms of sampling; the second uses
an improvement technique called tuning, and was called TUN; the third is related to a
modification in the structure, or execution architecture of the standard NB, and was called
ARC; finally, the last strategy considers stratigraphic zones in depth, and was called CRC.
Data from 14 wells in the Massapê Field (Recôncavo Basin) and the GR, log(ILD) and DT
profiles were used in Valanginian (Eo-Cretaceous) turbidites, considered the main reservoir
in the region. Lithologies categorized through the DRDN curve were also used, which refers
to an alternative method for the identification of siliciclastic rocks. Two separate analyzes
were performed which were: Validations with real data and a rock classification in a single
well without lithological profile. The validation results indicated that all strategies promote
an incipient gain in relation to NB, proving the recognized stability (and robustness) of
this Bayesian classifier. The classification showed a great variety of results of the KDE
and ARC strategies in relation to the others.

Keywords— Naive Bayes, Tuning, Committee, Recôncavo Basin, Well logging, Maracangalha
Formation, Caruaçu Member
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1 Introdução

O aprendizado de máquina (AM) (Machine Learning, em inglês) é uma subárea
da inteligência artificial que atribui a capacidade de aprendizado através dos dados a um
computador1 (HURWITZ; KIRSCH, 2018). O conceito de uma máquina (ou computador)
capaz de aprender foi originalmente abordado por Turing (1950), onde o autor indica
que a máquina deve ser capaz de mudar para aprender. O termo machine learning foi
popularizado por Samuel (1959), onde é feita uma comparação entre duas metodologias
de aprendizado de máquina considerando o problema do jogo de xadrez. Os dois métodos
de AM são correlatos à rede neural artificial, e a máquina aprendeu a partir de uma
rotina de recompensa/punição. A evolução das técnicas de aprendizado de máquina está
intimamente relacionada com a capacidade de processamento de dados. Consequentemente,
o desenvolvimento das técnicas de machine learning esteve atrelado à capacidade de
processamento dos computadores. Segundo Georgiev (2021), o interesse em aprendizado
de máquina teve um forte crescimento entre os anos 2010 e 2020 e no presente momento
já alcançou o pico de interesse.

Existem diversos métodos de aprendizado de máquina, com variações e melhora-
mentos plenamente adaptáveis. Os métodos de aprendizado podem ser subdivididos em
três categorias: Métodos não-supervisionados, supervisionados e por reforço. Nos métodos
não-supervisionados a resposta é gerada a partir das relações internas dos próprios dados
(ROUSSEEUW, 1987; SAMMUT; WEBB, 2011; ALPAYDIN, 2014). Os métodos supervisionados
tendem a copiar um procedimento para gerar uma resposta, e por isso, precisam aprender
com os dados de treinamento (KOUTROUMBAS; THEODORIDIS, 2008; SAMMUT; WEBB,
2011). Por fim, o aprendizado por reforço utiliza o conceito de punição ou recompensa para
gerar o modelo de sistema. Usualmente, as técnicas de aprendizado por reforço são mais
interessantes em recriar a interação com o sistema, e não na modelagem deste (SAMMUT;

WEBB, 2011; KEESMAN, 2011).

É bem provável que o método de aprendizado mais conhecido seja a regressão
linear, que utiliza o conceito de hiperplano, uma figura geométrica sem curvatura com
n − 1 dimensões em um espaço de n dimensões. A regressão linear tende a ajustar os
dados neste hiperplano para gerar o modelo de sistema. Também existem os métodos que
utilizam um hiperplano para subdividir o espaço a fim de executar destacar classes, como
o perceptron e a máquina de vetores de suporte (SVM do inglês) (SMOLA; SCHÖLKOPF,
2004; BISHOP, 2006). Alguns métodos como o K-ésimo Vizinho mais Próximo e o K-means
utilizam a distância Euclidiana para realizar o agrupamento (ROUSSEEUW, 1987; ARTHUR;
VASSILVITSKII, 2007). A árvore de decisão e métodos associados (floresta aleatória, C4.5
1 Não específico à arquitetura de Von Neumann
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e as árvores aprimoradas) utilizam o conceito de eventos sequenciais para estruturar o
aprendizado (MOLA, 1998; SAMMUT; WEBB, 2011; PEDREGOSA et al., 2011a; HALL; HALL,
2017). Alguns métodos de inferência estatística também são considerados como métodos
de aprendizado de máquina, e o exemplo mais conhecido é o naïve Bayes, que emprega
o teorema de Bayes na classificação (MURPHY, 2012; BRUCE; BRUCE, 2019). Por fim,
o conceito de camadas pode ser aplicado a qualquer tipo de método, e seus exemplos
mais comuns são o perceptron multicamadas e as redes neurais artificiais (BISHOP, 2006;
SAMMUT; WEBB, 2011; PEDREGOSA et al., 2011b).

As redes sociais são as que mais investem neste tipo de tecnologia, pois o aprendizado
de máquina está diretamente relacionado à maximização do lucro através da relação entre
usuários e anunciantes. Neste âmbito, os métodos de AM são utilizados no agrupamento
de usuários em categorias que estejam diretamente relacionadas a produtos específicos
(MARR, 2016; ABDULKADER; LAKSHMIRATAN; ZHANG, 2016; MEDVEDEV; WU; GORDON,
2020). Outra área importante em que o AM atua fluentemente é a robótica. Por exemplo,
veículos autônomos dependem de sensores e câmeras para monitorar o ambiente ao redor, e
os métodos são utilizados para uma melhor integração entre esses sensores (ORS, 2020). Na
área da exploração espacial, o principal desafio está na escassez de dados que são essenciais
para a utilização dos métodos. Para facilitar o deslocamento do astromóvel Curiosity, a
NASA conta com o auxílio popular, onde o público ajuda a reconhecer possíveis obstáculos
no solo marciano (ONO et al., 2020).

Nas geociências, os métodos de AM têm aplicações bem variadas. Dell’Aversana,
Ciurlo e Colombo (2018) utilizam várias técnicas de machine learning para integrar dados
sísmicos, eletromagnéticos, gravimétricos e de poços na inversão e modelagem geológica.
Jia et al. (2021) Usaram o estaqueamento, uma aplicação que consiste na integração de
várias métodos de AM, para gerar um modelo geológico 3D utilizando dados de densidade
residual, susceptibilidade magnética e da geologia considerando amostras de calha (rocha
residual da perfuração). A precisão de todos os resultados foi superior a 90%. Bray e Link
(2015) realizaram uma análise comparativa das técnicas de rede neural, floresta aleatória e
SVM para localizar munição não detonada através do campo magnético total. Neste caso,
100% dos objetos foram detectados com uma taxa de falsos positivos de 28%. Yang et al.
(2020) utilizaram o agrupamento difuso, uma técnica de aprendizado de máquina para
aprimorar o resultado da modelagem Magnetotelúrica no processo da inversão iterativa.

Kuang, Yuan e Zhang (2021) criaram um método de deep learning para descobrir a
localização do mecanismo focal, que descreve a deformação no foco durante um terremoto. O
deep learning, ou aprendizado profundo em tradução livre, é um método de AM usualmente
associado às redes neurais, com grande enfoque na estruturação e na quantidade de
camadas. O teste considerou dados sintéticos e estimou com sucesso quatro terremotos
com magnitudes superiores a 5.4 Mw e que pode ser utilizado em regiões com ou sem
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histórico de sismos. A grande vantagem reside na celeridade do processo para predizer a
origem do mecanismo focal. Wrona et al. (2018) testaram 20 técnicas de AM no auxílio
à interpretação sísmica. A metodologia consistiu em usar uma classificação manual feita
em um volume sísmico, e utilizar essa classificação para os métodos de AM. A melhor
técnica, uma variante do SVM, foi utilizada na classificação do conjunto completo de dados.
Os resultados apresentaram uma precisão de 98 a 99%. Akkaş et al. (2015) usaram uma
variante da árvore de decisão denominada C5.0 como uma alternativa rápida e eficiente
para identificar e classificar minerais a partir dos dados do espectrômetro de raios-x e do
microscópio eletrônico de varredura. Pradhan (2013) Utilizou três algoritmos de AM árvore
de decisão, SVM e um sistema de inferência neuro-fuzzy adaptável na identificação de
possíveis regiões suscetíveis a deslizamentos de terra através de fotos aéreas. O neuro-fuzzy
ou neuro difuso também é uma variação do método de redes neurais, com aplicação da
lógica fuzzy. Dos testes feitos, a árvore de decisão foi o método que apresentou a maior
quantidade de acertos, e a inferência neuro-fuzzy foi o que apresentou menos falso positivos.

Métodos de aprendizado de máquina também são amplamente utilizados em dados
de poços. Neste tipo de dado, o problema consiste em associar uma amostragem de rocha
com as respostas físicas de um instrumento, e produzir uma interpretação que seja condi-
zente com a geologia regional. A amostragem, em geral, consiste de fragmentos de rocha
que são subprodutos da etapa da perfuração do poço, ou amostragens pontuais após a
perfuração em profundidades específicas. A resposta física é obtida em intervalos regulares
de profundidade por instrumentos que captam respostas físicas das rochas, sendo estas
induzidas ou não (ELLIS; SINGER, 2007). Não existem atalhos ou padrões a serem memori-
zados para a interpretação, e cada poço/região representa um desafio único (ASQUITH;

GIBOSN, 1982). Diversos métodos de interpretação automática surgiram para sobrepor este
tipo de problema. Delfiner, Peyret e Serra (1987) utilizaram a análise discriminante, para
correlacionar os valores de perfis às fácies litológicas. A análise discriminante é um método
estatístico, usualmente utilizado na redução do número de parâmetros, e que atua em
agrupamentos. Moradi, Tokhmechi e Pedram (2017) compararam a performance de duas
metodologias de aprendizado de máquina na elaboração de perfis de fácies. O treinamento
foi feito a partir de descrições de amostras pontuais do poço e lâminas petrográficas. Os
resultados indicaram que o método KNN (sigla em inglês para K-ésimo Vizinho mais
Próximo) apresentou melhores resultados que o naïve Bayes. Li, Chan e Nguyen (2013)
utilizaram técnicas de AM na predição da produção de poços considerando os valores
existentes. Foram testadas as redes neurais artificiais, uma variante da árvore de decisão
denominada C4.5 e uma rede neural em árvore, sendo que esta última produziu os melhores
resultados. Métodos de AM também podem ser utilizados para gerar perfis sintéticos como
no trabalho de Akinnikawe, Lyne e Roberts (2018), onde foram utilizadas diversas técnicas
de aprendizado para estimar os perfis fotoelétricos (PE) e de resistência a pressão não
confinada (UCS). Apesar de ser possível simular estes perfis em laboratório, os autores
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argumentam que os perfis sintéticos são uma opção mais viável economicamente. O dado
original foi dividido na relação de 70:30, onde 70% foi utilizado para o treinamento e 30%
para validação onde os melhores resultados foram as técnicas de redes neurais e floresta
randômica. Carreira, Ponte-Neto e Bijani (2018) aplicaram o Mapa auto-organizável e os
classificadores de Mahalanobis na identificação de litofácies, seguindo uma linha super-
visionada. Os testes foram executados em uma seção geológica sintética. Por fim, Hall e
Hall (2017) apresentam os resultados de uma competição de AM onde o objetivo era a
predição de 9 facies através do aprendizado supervisionado em dados de poços previamente
interpretados, utilizando 7 perfis geofísicos. O melhor resultado foi de uma variante da
árvore de decisão denominada árvores aprimoradas (Boosted trees).

1.1 Motivação científica
Dentre os diversos métodos mencionados até aqui destacamos o naïve Bayes que é

uma metodologia de AM baseada no teorema de Bayes e é uma das versões mais simples
dos estimadores Bayesianos, (CASELLA; BERGER, 2010; LINDBERG; RIMSTAD; OMRE, 2015;
LI; ANDERSON-SPRECHER, 2006). Notoriamente, a performance do NB está diretamente
relacionada aos dados a serem classificados. Portanto, consideramos que o naïve Bayes é um
método adequado para a solução de problemas de classificação de eletrofácies a partir de
perfis geofísicos de poços, pois este tipo de dado possui algum ruído aleatório referente aos
instrumentos, assim como uma convolução2 que ocorre no processo de aquisição (ASQUITH;

GIBOSN, 1982; LINDBERG; RIMSTAD; OMRE, 2015). Sobre sua performance, trabalhos como
Horrocks, Holden e Wedge (2015), Xie et al. (2018), Cracknell e Reading (2014) e Cheraghi,
Kord e Mashayekhizadeh (2021) indicam que o naïve Bayes apresenta os piores resultados
quando comparado com outras metodologias de AM. Outros trabalhos como Gonçalves
et al. (2017) e Handhal et al. (2022) indicam uma performance razoável; E em Hassan,
Rafi e Shaikh (2011), Ashari, Paryudi e Tjoa (2013) e Yadav e Thareja (2019) o NB
desponta como o melhor método. Zhang (2004) salienta que o naïve Bayes é um dos
métodos mais eficientes e eficazes em se tratando de aprendizado indutivo (guiado por
exemplos). Portanto, entendemos que existem questionamentos ainda vigentes sobre o
desempenho desta metodologia, conforme alguns citados por Li e Anderson-Sprecher (2006)
como, por exemplo, a baixa performance da versão não paramétrica do NB associada ao
sobreajuste (overfitting do inglês). Acerca do desempenho, uma análise nas referências
supracitadas indica que o NB, quanto a acurácia dos resultados, é superior a metodologias
como o KNN e a árvore de decisão, mas é inferior quando comparado com a floresta
aleatória, e com os métodos de rede. Baseados nesta motivação, foi efetuada uma análise
comparativa considerando o classificador naïve Bayes e quatro estratégias para aprimorar
o cálculo das probabilidades a priori e as verosimilhanças que compõem o classificador
2 sobreposição entre leituras; também conhecido como shoulder effect
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NB. Essas estratégias, juntamente com o método NB, foram aplicadas no problema da
classificação de eletrofácies a partir de perfis geofísicos de poços no campo de Massapê,
Bacia do Recôncavo.

A primeira estratégia, aqui denominada de KDE, referente a sigla homônima para
estimativa da densidade do kernel (KDE em inglês), estabelece a relação entre os dados e a
litologia de modo não paramétrico, utilizando este conceito para produzir um melhor ajuste
entre as verossimilhanças e a distribuição do dado de treinamento. Li e Anderson-Sprecher
(2006) realizaram este primeiro comparativo, em dados de poços, e concluíram que o naïve
Bayes, em sua estrutura paramétrica gaussiana, apresenta resultados melhores que o KDE.
Este resultado é considerado surpreendente visto que as verossimilhanças estabelecidas
pelo KDE são mais ajustadas ao dado. Xiang, Yu e Kang (2016) propõem uma nova versão
do método naïve Bayes, considerando uma aplicação ponderada do KDE denominada de
AW-SKDE, cujo propósito é aprimorar os resultados do naïve Bayes padrão. Foi utilizado
o banco de dados de Newman et al. (1998), e os resultados foram comparados com outros
seis métodos, incluindo o naïve Bayes com distribuição Gaussiana, onde os resultados
foram similares ao do método base. Considerando estes questionamentos ainda vigentes
acerca da utilização do KDE, esta estratégia foi incorporada com o objetivo de estender a
discussão.

A segunda estratégia foi a aplicação do Tuning — termo que pode ser traduzido
como afinação ou sintonização — e é referente ao ajuste de parâmetros associados ao
desempenhos dos métodos, e sem relação direta com os dados. Agrawal (2021) utiliza a taxa
de aprendizado para exemplificar o Tuning. A taxa de aprendizado é um hiperparâmetro
usualmente utilizado em métodos de minimização do erro; se a taxa de aprendizado
for muito alta, o algoritmo vai convergir para um ponto mínimo instável, se a taxa de
aprendizado for muito baixa, o algoritmo vai precisar de muitas etapas até atingir a
convergência. Portanto, é preciso encontrar um valor ótimo para a taxa de aprendizado, e
é esta a tarefa do tuning. Horrocks, Holden e Wedge (2015) utilizaram o tuning na escolha
do número de neurônios da camada oculta nas redes neurais artificiais; na margem e na
escolha do parâmetro do kernel na máquina de vetores de suporte. Os hiperparâmetros são
ajustados utilizando a validação cruzada. Xie et al. (2018) - utilizaram o tuning na máquina
de vetores de suporte, redes neurais artificiais, floresta aleatória e no gradient tree boosting.
Ao todo, 18 hiperparâmetros são aprimorados e testados e as amostras são separadas,
primeiramente na razão 80-20, onde 80% é separado para teste e 20% para validação.
A fração de 80% é utilizada para o tuning nos métodos previamente citados, onde os
métodos são avaliados pela validação cruzada. Considerando os exemplos supracitados,
considerou-se a priori, que é uma probabilidade mais flexível do método naïve Bayes,
como um hiperparâmetro a ser aprimorado. Portanto, a proposta é utilizar o tuning para
encontrar uma priori ótima, partindo de uma premissa aleatória. A convergência para
essa priori foi feita através da maximização do valor-f (f-score), uma métrica que indica a
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acurácia dos resultados.

A terceira estratégia foi a arquitetura, com base no trabalho de Horrocks, Holden e
Wedge (2015). A arquitetura é um caso particular de uma análise integrada denominada
ensemble (também conhecida por committee machines e multiple classifier systems) é uma
estratégia onde o treinamento é realizado de modo fragmentado, e seus resultados finais
são combinados (SAMMUT; WEBB, 2011). Aplicações ensemble podem ser homogêneas,
quando utilizam um mesmo classificador com dados distintos ou heterogêneos quando
utilizam vários métodos distintos 3 (ELISH; HELMY; HUSSAIN, 2013). Breiman e Breiman
(1996) alegaram que a combinação classificadores instáveis como a árvore de decisão e as
redes neurais, tende a reduzir os erros nos testes. Um algoritmo é dito como instável se ele
apresenta uma grande diversidade de resultados devido a pequenas alterações no dado
de treinamento (DIETTERICH, 2000). Considerando a classificação de litofácies, Tewari e
Dwivedi (2020) comparam ensembles heterogêneos combinando os métodos perceptron
multi-camadas, a máquina de vetores de suporte, e gradient boosting na classificação de
dados de poços. A precisão dos resultados ficou entre 67% e 95.8% e que a performance
do ensembles é dependente das metodologias de aprendizado escolhidas. Horrocks, Holden
e Wedge (2015) comparam os métodos de aprendizado de máquina com suas versões
utilizando o ensemble homogêneo (aqui denominado por arquitetura committee). Os
resultados que a utilização desta estratégia promove um ganho de performance para os
métodos. Portanto, ao considerar a ensemble no naïve Bayes, espera-se encontrar algum
incremento na performance deste método, visto os resultados anteriormente apresentados.

A quarta — e última — é a maior novidade apresentada neste trabalho, consiste
na aplicação do NB considerando a geologia da Bacia do Recôncavo, em particular, do
Campo de Massapê. Neste campo, Freire et al. (2020) associam três zonas de produção em
profundidade a eventos contíguos, que se estendem por todo campo e que compartilham
de um mesmo tempo geológico. Portanto, esta última estratégia, aqui denominada como
CRC, considera a aplicação do método NB restrito à zonas em profundidade. Para cada
zona, foram definidas probabilidades a priori, que foram aplicadas no método NB. O
propósito teórico considera que aplicações segmentadas (em profundidade no caso) tendem
a produzir resultados mais precisos porque exploram homogeneidades locais associadas à
gênese da rocha sedimentar.

Inicialmente, uma série de perfis geofísicos, incluindo os de litologia interpretada,
também utilizados por Freire et al. (2020), foram solicitados, analisados e processados,
por meio dos gráficos de dispersão (crossplot em inglês) e dos perfis de poços (logplots em
inglês). Nesta etapa, o propósito é estabelecer o subconjunto ideal para compor o banco
de dados de treinamento, cujos perfis de raios-gama (GR), sônico (DT) e de resistividade
(ILD) são considerados. Em seguida, as quatro estratégias mencionadas, e o naïve Bayes
3 Aplicações heterogêneas também podem ser denominadas simplesmente por ensemble



CAPÍTULO 1. INTRODUÇÃO 22

padrão, são treinados a partir do banco de dados de treinamento, composto por 12 poços
do Campo de Massapê. Consideramos, neste trabalho, o naïve Bayes padrão como a versão
paramétrica do NB que considera a distribuição normal ou Gaussiana. Por comodidade,
denominamos esta aplicação como NB STD em referência a standard do inglês. Vale
salientar que todas as estratégias foram desenvolvidas em Python. Para fundamentar a
análise proposta, utilizamos os perfis GR, DT e ILD do poço 7MP-50D-BA como validação.
Este trabalho também realiza uma aplicação real das estratégias, considerando o poço
5-BRSA-365-BA que não possui classificação litológica. Foram utilizadas a matriz de
confusão, a revocação e o valor-f como métricas estatísticas de análise, e validação das
classificações estabelecidas.

1.2 Aspectos Inovadores
Frente às possibilidades acerca do método naïve Bayes, foram propostas alternativas

metodológicas para aprimorar os resultados obtidos pelo classificador NB. Particularmente,
a estratégia para integrar informações geológicas prévias ao cálculo das probabilidades
a priori é, definitivamente, uma contribuição inédita deste trabalho. Destas estratégias,
duas são usualmente aplicadas a métodos de aprendizado de máquina, com o intuito de
otimizar seus resultados, uma é própria para o método NB, e a última, aqui denominada
de CRC, foi desenvolvida neste trabalho e considera a estratigrafia da Bacia. Todos os
testes foram realizados à partir de dados de poços da Bacia do Recôncavo, uma bacia
madura (em relação à exploração petrolífera), e que possui uma escassez considerável
quanto à trabalhos sobre aprendizado de máquina.



2 Geologia Regional

A Bacia do Recôncavo é uma bacia sedimentar que está localizada no centro-leste
do Estado da Bahia, na Região Nordeste do Brasil, e possui uma área aproximada de 11.500
km2. Os estudos nestas Bacia são datados desde meados do século XIX e sua exploração se
iniciou em 1937 com a descoberta do campo de lobato, na época sob designação do antigo
Conselho Nacional do Petróleo (CNP) e cujas competências atuais pertencem a Petróleo
Brasileiro S.A. (PETROBRÁS). Esta bacia está oficialmente em regime de exploração
desde 1941 e atualmente é classificada como bacia madura, o que significa que seus campos
já atingiram o auge de sua produção e hoje estão em fase de declínio (PRATES; FERNANDEZ,
2015; PETRÓLEO BRASILEIRO S. A., 2020).

Figura 1 – Localização da Bacia do Recôncavo em laranja e suas feições estruturais
principais (BRUHN, 1999).
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2.1 Estruturação e Embasamento
O Sistema de Riftes Recôncavo-Tucano-Jatobá é um aulacógeno (rifte abortado)

que está relacionado a fragmentação do Paleocontinente Gondwana durante o Neojurássico
– Eocretáceo, e que foi extinto no Aptiano (final do Eocretáceo). A Bacia do Recôncavo
está localizada na porção sul deste sistema de riftes e é limitada a norte e noroeste com a
Bacia de Tucano, pelo Alto de Aporá, a sul com a Bacia de Camamu pelo sistema de falhas
da Barra; a leste pelo sistema de falhas de Salvador; e pela Falha de Maragogipe a oeste
Figura 1. Esta bacia é um meio-gráben, ou seja, apresenta uma estrutura basculamento,
com uma borda de falha bem pronunciada a leste (sistema de falhas de Salvador) e uma
borda flexural a oeste Figura 2. O embasamento da bacia é composto por rochas arqueanas
do Bloco Serrinha, a oeste e norte; pelos cinturões Itabuna-Salvador-Curaçá, a oeste-
sudoeste e Salvador-Esplanada, a leste-nordeste. Ao norte é composto por rochas de idade
Neoproterozoica, relacionadas ao Grupo Estância (NETTO; OLIVEIRA, 1985; CARLOTTO,
2006; COURA, 2006; GORDON; DESTRO; HEILBRON, 2017; NELIZE, 2011).

2.2 Evolução Sedimentar
A Bacia do Recôncavo possui registro sedimentar desde o Paleozoico até o recente,

sendo que grande parte do preenchimento é referente ao Eo-Cretáceo (OLÍVIO et al., 2007).
Uma síntese de toda a evolução da bacia está apresentada na Figura 3.

Paleozóico - Os primeiros registros sedimentares da região são datados do Paleozóico
(Permiano) na Formação Afligidos e compreendem um ambiente transicional marinho raso
e desértico com lagunas salinas do Membro Pedrão sobrepostos por um sistema lacustre
do Membro Cazumba (CAIXETA et al., 1994; OLÍVIO et al., 2007).

Mesozóico - O registro Jurássico corresponde ao Grupo Brotas composto pelas For-
mações Aliança e Sergi que correspondem a uma deposição majoritariamente flúvio-eólica,
com exceção ao Membro Capianga da Formação Boipeba cuja deposição é majoritariamente
lacustre. A Formação Sergi também indica a presença de sistemas fluviais entrelaçados
com posterior retrabalhamento eólico (CAIXETA et al., 1994). Na base do Grupo Santo
Amaro a Formação Itaparica corresponde a uma nova transgressão lacustre (predomínio
do ambiente lacustre) que recobre os sedimentos da Formação Sergi. Por fim, a Formação
Água Grande é referente aos últimos depósitos fluviais com retrabalhamento eólico e é
similar à Formação Sergi. A Formação Candeias corresponde ao preenchimento inicial da
Bacia do Recôncavo, composto predominantemente por um ambiente lacustre profundo
onde a Bacia do Recôncavo é caracterizada como bacia faminta, ou seja, onde a geração de
espaço de acomodação excede o suprimento sedimentar (BRUHN, 1999; GORDON; DESTRO;

HEILBRON, 2017). Essa sedimentação lacustre é representada pelo Membro Tauá, enquanto
que o Membro Gomo é mais característico de depósitos de correntes de turbidez(NETTO;
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Figura 2 – A - Seção da Bacia do Recôncavo esquemática (MAGNAVITA; SILVA, 1995); B
- estimativa de profundidade da bacia por modelagem gravimétrica (SALES;
BIJANI; FREIRE, 2019).

OLIVEIRA, 1985; COURA, 2006; CARLOTTO, 2006; GORDON; DESTRO; HEILBRON, 2017).
A Formação Maracangalha é a última formação onde existe o predomínio do ambiente
lacustre, e dentro dela encontram-se corpos de arenitos de origem turbidítica referente
aos Membros Caruaçu e Pitanga. A Formação Maracangalha se distingue da Formação
Candeias por ser um período de estabilidade tectônica e que indica o fim da fase de
expansão da bacia, e apresenta no topo uma tendência regressiva (raseamento). Na borda
sudoeste da bacia, próximo a falha de salvador, encontra-se a Formação Salvador que são
depósitos grosseiros de leques aluviais e movimentos de massa referentes a borda de falha
e que se estendem por grande parte do Neocomiano. O Grupo Ilhas Indica um ambiente
predominantemente deltaico que migrou de norte para sul. Dentro deste Grupo a Formação
Marfim caracteriza o processo de assoreamento da bacia em clima seco (CAIXETA et al.,
1994; OLÍVIO et al., 2007). A Formação Pojuca também se caracteriza por uma sedimentação
predominantemente deltaica, mas apresenta também registros de afogamentos do sistema
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deltaico que resultam em importantes marcos estratigráficos. A última formação do Grupo
Ilhas é a Formação Taquipe que corresponde a depósitos de fluxos gravitacionais associado
ao Cânion do Taquipe, bem definido na região. O Grupo Massacará, bem representado
pela Formação São Sebastião é formado por sedimentação predominantemente fluvial e
indica a fase final do assoreamento do rifte. A Formação Marizal corresponde a depósitos
de leques aluviais durante o Neo-Aptiano característico de sistemas aluviais.

Cenozóico - Correspondentes aos depósitos mais recentes, a Formação Sabiá corres-
ponde a um afogamento miocênico regional e a Formação Barreiras indica um ambiente
predominantemente aluvial.

Figura 3 – Carta estratigráfica adaptada da Bacia do Recôncavo segundo Olívio et al.
(2007).

2.3 Formação Maracangalha e Membros Caruaçu e Pitangas
Os depósitos lacustres da Formação Maracangalha são formados principalmente por

folhelhos cinza-esverdeados a cinza-escuros, característicos de lago profundo e com algumas
ocorrências de margas (S; L, 2003; SANTOS; CORREA-GOMES, 2018). Já os membros Caruaçu
e Pitanga são depósitos resultantes de processos gravitacionais, fluxos turbidíticos e fluxos
hiperpicnais, de modo que o Membro Caruaçu é caracterizado por ser um reservatório
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petrolífero de melhor qualidade que o Membro Pitanga. Existe uma grande variedade de
fácies associadas a estes tipos de depósitos e várias interpretações (COURA, 2006), mas
neste trabalho, optamos por considerar as quatro eletrofácies designadas por Freire et
al. (2020). Eletrofácies é um termo designado para caracterização de fácies a partir de
propriedades físicas das rochas (em particular para os perfis de poços). As eletrofácies
possuem uma resolução bem menor e são mais limitadas do que qualquer análise de
rocha em situ ou em laboratório, e portanto, só permitem uma interpretação limitada. As
eletrofácies descritas por Freire et al. (2020) e suas descrições são citadas a seguir:

1. Folhelho;

correspondente a sedimentação fina, de baixa energia, formada em ambiente
redutor e originada majoritariamente pela deposição lacustre profunda. Esta eletro-
fácies corresponde a Formação Maracangalha que se encontra intercalada com as
fácies dos membros Caruaçu e Pitangas (COURA, 2006; FREIRE et al., 2020).

2. Siltito;

Uma eletrofácies que representa uma rocha composta pelo mineral silte (em
maior parte), que corresponde a uma energia de deposição superior a das argilas e
inferior aos grãos de areia. Esta rocha é resultante da decantação de um fluxo quase
estático característico da porção final de fluxos turbulentos (COURA, 2006; SANTOS;

CORREA-GOMES, 2018).

3. Slurry (ou Arenito lamoso);

Eletrofácies correspondente a arenitos muito finos de seleção pobre e com banda-
mentos internos de granulometria argilosa e que estão associados a depósitos do tipo
slurr (escorregamento). Esta seria a principal versão, mas essencialmente o slurrie
pode ser qualquer arenito fino, moderado a mal selecionado e lamoso. Segundo Freire
et al. (2020) a principal característica do slurry é sua porosidade que varia de 5% a
9% (S; L, 2003; COURA, 2006; SANTOS; CORREA-GOMES, 2018; FREIRE et al., 2020).

4. Arenitos

As rochas que compõem a eletrofácies Arenito seriam os arenitos finos a medios
com seleção moderada ou moderada a pobre, mas com porosidades superiores a
9%(COURA, 2006; FREIRE et al., 2020).

Também foram consideradas três zonas de produção denominadas de CR-1, CR-2
e CR-3 cuja gênese está relacionada à sistemas turbidíticos segundo Mutti e Normark
(1991). Estas zonas são identificadas em relação à razão arenito/folhelho, iniciando em
cerca de 0.5 para o CR-1, e aumentando gradativamente até o CR-3.
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2.4 Perfis Geofísicos de Poços
Os dados desse trabalho foram cedidos pela Petróleo Brasileiro S.A. (PETRO-

BRAS), por meio do projeto de pesquisa e desenvolvimento financiado, em parceria com a
Universidade Federal Fluminense, e são são oriundos do Campo de Massapê um campo
petrolífero com área aproximada de 23,97 km2 e que está localizado próximo ao Município
de São Sebastião do Passé (BA). Neste campo, o principal reservatório está localizado
no Membro Caruaçu, mas também existem reservas importantes nas Formações Pojuca e
Marfim (PRATES; FERNANDEZ, 2015). Deste campo foram utilizados dados de 14 poços
(12 para treinamento, um para validação e um para classificação) conforme pode ser visto
na Figura 4.

Figura 4 – Localização dos poços no Campo de Massapê



3 Metodologia

O fluxo de trabalho aplicado consiste de quatro etapas: processamento, para separar
e estrurar os perfis GR, DT e ILD; aplicação das estratégias associadas ao classificador
naïve Bayes em todos os poços, com destaque para o de validação (7MP-50D-BA) que
foi escolhido convenientemente para salientar o desempenho da estratégia inovadora
apresentada neste trabalho; a validação destes métodos com base em análises de erros; e a
classificação em um poço sem litologia interpretada. A descrição detalhada de cada etapa
é apresentada nos tópicos a seguir:

1. Processamento

Corresponde a etapa de gerenciamento dos dados para a supervisão adequada
dos métodos considerados neste trabalho. A sequência adotada consiste em separar
os perfis desejados (DEPTH, CALI, GR, ILD, DT, e LITO) para todos os 12 poços
disponíveis e separar os intervalos de profundidade referentes ao reservatório para
cada um deles. Essa informação sobre os intervalos de profundidade foi proveniente
dos trabalhos de Silva et al. (2018) e Da Silva et al. (2019). Em seguida, intervalos
de profundidade com ausência de dados foram desconsiderados. Na sequência foram
removidos todos os dados onde o perfil CALI apresentava uma variação superior
a uma polegada. Nessas condições o contato entre os instrumentos e a parede do
poço é reduzido, o que gera informações imprecisas (ASQUITH; GIBOSN, 1982; ELLIS;
SINGER, 2007). Uma correção também foi aplicada no perfil DT com o objetivo de
remover o efeito da compactação com o incremento da profundidade (ELLIS; SINGER,
2007). Após as correções e delimitações em profundidade, os dados de treinamento
foram verificados manualmente, com o objetivo de encontrar os poços que possuíam
uma maior e menor proporção de arenitos (rocha reservatório) e definir aquele que
seria mais representativo no intervalo do reservatório para a etapa de validação. Os
poços com a maior e menor quantidade de reservatório foram definidos como cenários
probabilísticos, e suas proporções de eletrofácies foram calculadas para uso posterior
no naïve Bayes. O banco de dados de treinamento foi construído, portanto, com
todos os poços, excluindo o 7MP-50D-BA separado para a etapa de validação.

2. Aplicação das Estratégias

Nesta etapa o método naïve Bayes é aplicado no conjunto de dados, assim como
as estratégias associadas a este método. A sequência se resume, primeiramente,
as análises dos gráficos de dispersão, que são um indicativo da viabilidade do
método considerando os dados utilizados; posteriormente são definidos os parâmetros
referentes a etapa de treinamento do NB e de cada estratégia.
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3. Validação

A penúltima etapa, de validação, consiste em comparar a classificação obtida por
cada um dos métodos com a litologia interpretada. Este processo é realizado para
todos os poços do Campo de Massapê 1. Todos os resultados são agrupados em duas
tabelas que indicam (para cada poço) a acurácia das aplicações. Sequencialmente, um
poço representativo foi escolhido com o intuito de avaliar, em detalhe, a capacidade
das estratégias na classificação de rochas.

4. Classificação

Por fim, na última etapa, o método naïve Bayes é aplicado juntamente às
estratégias na classificação do poço 5-BRSA-365-BA. Este poço não possui litologia
interpretada visto que o perfil NPHI, utilizado no processo de classificação, está
ausente.

3.1 Dados de Poços
Durante a perfuração de um poço (perfilagem) vários instrumentos acoplados à broca

fazem medições de propriedades físicas do poço. Os dados foram disponibilizado no formato
LAS, que é um arquivo estruturado como um cabeçalho e uma matriz, onde o cabeçalho
contém informações particulares sobre o processo de perfuração, dados geográficos, e sobre
as instrumentação utilizada na medição de propriedades físicas dos poços; a matriz é o
dado propriamente dito, onde o número de colunas é o número de propriedades aplicadas
na amostragem, considerando também uma coluna de profundidade como referência,
e numero de linhas é referente ao número de amostragens realizadas em profundidade
pelas ferramentas Struyk e Karst (2014). Os dados foram originalmente pré processados
considerando apenas a profundidade referente ao reservatório do Membro Caruaçu.

Os objetivos dessas medições são: Garantir a segurança estrutural do poço, orientar
a perfuração e calcular propriedades do reservatório que indicam o volume e a vazão
de hidrocarbonetos. Estas propriedades físicas são medidas em intervalos regulares de
profundidade e são denominadas de perfis geofísicos. A seguir apresentamos os principais
perfis geofísicos utilizados neste trabalho (ELLIS; SINGER, 2007; ASQUITH; GIBOSN, 1982).

1. Caliper (CAL);

Perfil que mede o diâmetro do poço em polegadas (in) e que é utilizado para
informar propriedades estruturais do poço e a qualidade dos outros perfis.

2. Raios Gama (GR);
1 O poço a ser validado sempre é removido (momentâneamente) do banco de dados na etapa de

treinamento.
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Perfil que mede a radioatividade natural emitida pelos isótopos radioativos de
urânio, tório e potássio presentes nos minerais, e sua unidade de medida é graus
API (gAPI), uma unidade padronizada pelo American Petroleum Institute (API).
Este perfil é utilizado para quantificar o volume de argila nas rochas e também para
indicar a litologia no intervalo.

3. Indução Profunda (ILD)

O perfil de Indução, também chamado de resistividade, mede a resistividade
das rochas na unidade ohm.m. Este perfil é usualmente utilizado na identificação
dos fluídos nos poros das rochas. Os valores do perfil ILD podem variar de 0 a mais
de 10.000 ohm.m, e portanto, para torná-lo mais similar a escala dos outros perfis,
utilizamos o logaritmo do ILD (ou log(ILD)).

4. Densidade (RHOB ou ρb)

Verifica o valor da densidade nas rochas usualmente na unidade g/cm3 e é bem
utilizado na determinação da porosidade. Em conjunto com outros perfis, pode ser
utilizado também na identificação de litologias.

5. Neutrão (NPHI ou φN)

O neutrão, ou porosidade neutrônica, é um perfil de porosidade que é bem
sensível a presença de hidrocarbonetos nos poros das rochas. Usualmente sua unidade
é adimensional, mas também pode ser apresentado em porcentagem. Além da
porosidade, este perfil também pode ser utilizado em conjunto com outros para
identificar litologias ou localizar hidrocarbonetos.

6. Sônico (DT)

O perfil sônico mede o tempo de trânsito na rocha, e possui unidade µ.s/ft
(microssegundo por pé). Este perfil costuma ser utilizado no cálculo das porosidade,
na detecção de fraturas, mas sua principal atribuição é na calibração da sísmica.
Neste trabalho, o perfil DT apresentou uma forte tendência em aumentar conforme
a profundidade. Esta tendência foi removida ao se fazer a diferença deste perfil com
uma linha calculada que indicava esse incremento com a profundidade. A diferença
entre o perfil DT original, pela linha do efeito de compactação, somada a um valor
médio, resultou no perfil DT corrigido, utilizado neste trabalho.

7. Eletrofácies

A litologia interpretada foi feita seguindo a descrição de Dos Santos (2019),
Freire et al. (2020), que corresponde aos procedimentos: a. - cálculo da curva DRDN
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na i-ésima profundidade pela equação:

DRDNi =
(
ρb,i − 2

0.05

)
−
(

0.45− φN,i
0.03

)
. (3.1)

b. - as quatro fácies do Membro Caruaçu (arenito, folhelho, siltito e slurry) possuem
relação linear com a curva vsh, pois, quanto menor a granulometria da rocha, maior
o valor neste perfil. Outro fator a ser considerado neste perfil é que os valores
positivos são correspondentes aos folhelhos e siltitos, enquanto que os negativos são
correspondentes ao arenito e ao slurry. É imprescindível salientar que as quatro
fácies foram originalmente calculadas e, posteriormente, foi feita uma junção entre
slurry e siltito, visto que os perfis utilizados como parâmetros (GR, DT e log(ILD))
não possuem resolução para discriminar estas eletrofácies.

8. Zonas

Neste trabalho consideramos também as zonas de produção denominadas CRC-1,
CRC-2 e CRC-3 que são as mesmas definidas em Mutti e Normark (1991), Freire et
al. (2020), só que estendidas de modo que uma zona termine na outra. Essa extensão
garante um maior intervalo de atuação da estratégia que considera o zoneamento.

3.2 Banco de Dados de Treinamento
O banco de dados foi construído a partir dos dados de poços apresentados no

capítulo 2 após o processamento apresentado no fluxo de trabalho (Figura 5).

Figura 5 – Banco de dados usado considerando os 12 poços de validação do Campo de
Massapê. A litologia está apresentada na forma numérica onde 57 é o código
pro folhelho; 49 para o arenito; e 25,0 para o slurry. As zonas também estão
em codificação numérica onde: 111 é referente a CRC 1; 222 é referente a CRC
2; e 333 é referente a CRC 3.
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3.3 Métricas de Validação
Os modelos são usualmente avaliados em função da taxa, ou proporção de acertos,

mas existem situações onde essa métrica não é suficiente. Um problema muito comum
é denominado de classe rara (BRUCE; BRUCE, 2019), onde uma das classes possui uma
ocorrência muito baixa nos dados observados. Como consequência, existe uma piora nos
resultados gerais em decorrência da dificuldade na predição destas classes raras. Uma
alternativa é utilizar outras métricas de avaliação como, por exemplo, o perfil de erros,
a Matriz de Confusão e as medidas de Precisão, Revocação e Especificidade (SAMMUT;

WEBB, 2011; BRUCE; BRUCE, 2019).

3.3.1 Perfil Erros

A proporção de acertos é definida como a razão do número de acertos pelo total de
amostras. A Figura 6 mostra um exemplo do estruturação do perfil de erros. Vale salientar
que este tipo de métrica de validação só pode ser utilizada diante do conhecimento do
perfil litológico verdadeiro, o que se espera de uma aplicação com viés de verificação, no
modo teste controlado.

Figura 6 – Exemplo esquemático do cálculo do perfil de erros. O primeiro perfil (à esquerda)
na figura é o perfil litológico verdadeiro; o segundo (centro) consiste das litofácies
classificadas; o terceiro (à direita) corresponde aos erros entre o verdadeiro e o
modelado.

3.3.2 Tipos de Erros

Os erros da classificação também podem ser: verdadeiro positivo, verdadeiro ne-
gativo, falso positivo e falso negativo. Esse tipo de classificação permite um melhor
entendimento sobre o desempenho do método de ML utilizado, além de permitir novas
métricas de avaliação. Na Figura 7 apresentamos um exemplo esquemático que mostra
como os erros são classificados considerando um conjunto de classes. É importante ressaltar
que essa classificação considera sempre um problema binário e, portanto, uma classe é
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sempre tomada por referência (no exemplo da Figura 7 o arenito e depois o folhelho). No
caso de classes com mais de duas variáveis, como por exemplo nas três facies abordadas
neste trabalho, se a referência for o arenito, o slurry e o folhelho correspondem a não
arenito.

Figura 7 – Exemplo esquemático que apresenta os quatro tipos de erros: True Negative
indica que a negativa em relação a um tipo de classificação foi correta. False
negative indica erro na negativa em relação a classe vigente. True positive ocorre
quando há acerto na classificação da classe e False positive está relacionado à
afirmação em relação a uma classe for incorreta.

3.3.3 Matriz de Confusão

Nem sempre a proporção de acertos evidencia o melhor resultado, e portanto é
indicado o uso de outras métricas de avaliação como a Matriz de Confusão. A Matriz
de Confusão é utilizada em metodologias de classificação, ou seja, avalia a predição de
classes, e consequentemente, indica a qualidade da classificação obtida. (BRUCE; BRUCE,
2019). No exemplo da Figura 8, a matriz de confusão mostra na legenda da esquerda quais
são as classes presentes e sua quantidade original, ou seja, o dado observado possui seis
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arenitos e seis folhelhos. A diagonal principal mostra os verdadeiros positivos, ou seja, onde
era arenito e o método acertou o arenito (83%) e onde era folhelho e o modelo acertou
o folhelho (67%). Na primeira linha e na segunda coluna, o valor de 17% representa o
arenito que foi confundida com folhelhos, ou seja, os falsos negativos em relação ao arenito,
ou falsos positivos em relação ao folhelho. Portanto, a segunda linha e primeira coluna
com valor de 33% é o falso negativo em relação ao folhelho e falso positivo em relação ao
arenito.

Figura 8 – Exemplo ilustrativo da matriz de confusão referente às duas litologias principais
do campo de Massapê.

3.3.4 Precisão Revocação e valor F

Um conjunto de métricas muito utilizadas, em especial em ciências biológicas, são
a precisão, revocação e valor-F (Precision, Recall and Fscore em inglês) (BRUCE; BRUCE,
2019). A precisão (PR) mede o quão exato é um resultado positivo obtido pelo modelo, e
é definido por

PR =
∑

TP∑
TP +∑

FP
, (3.2)

em que TP são todos os verdadeiros positivos e FP são os falsos positivos. A revocação
(RC) mede o quão sensível é o resultado em relação às classes

RC =
∑

TP∑
TP +∑

FN
, (3.3)
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onde FN são todos os falsos negativos. A última métrica, o valor-F (V F ) é uma média
harmônica entre a precisão e a revocação, e sua equação é:

V F = 2 PR.RC

PR +RC
. (3.4)

Na Figura 9 apresentamos um exemplo com os valores de precisão, revocação e
valor-F calculados para um perfil esquemático de fácies. A primeira métrica, a precisão,
indica que o modelo é mais preciso ao calcular o folhelho do que o arenito (menor número
de falsos positivos), mas que o modelo é mais sensível à classe arenito (menor número de
falsos negativos). Por fim o valor-F indica que o modelo gerado tem maior capacidade
para prever o arenito do que o folhelho .

Figura 9 – Exemplo esquemático da Precision (Precisão), Recall (Revocação) e fscore
(valor-f).

Neste trabalho, também utilizamos o f-score médio (ou MV F ), uma métrica que
permite uma avaliação mais abrangente do poço e que é definida pela seguinte equação:

MV F = 1
n

∑
V Fll, (3.5)

onde n é o número de litologias e l é uma litologia qualquer. Portanto, considerando o
exemplo da Figura 9, MV F = 0.75.



4 Teorema de Bayes

O teorema de Bayes, ou regra de Bayes, é uma formulação probabilística que justifica
uma predição baseada em observações prévias e permite uma revisão (ou atualização)
de uma hipótese em função de novas evidências (JOYCE, 2003; NUALART, 2011; PUGA;

KRZYWINSKI; ALTMAN, 2015). Estas duas premissas permitem que a regra de Bayes venha
a ser amplamente utilizada nos classificadores estocásticos (VRUGT; A., 2015; CASELLA;

BERGER, 2010).

4.1 Priori
Considere o exemplo em que se deseja classificar uma amostra de rocha qualquer

da Bacia do Recôncavo, e que as informações geológicas e a localização da bacia sejam as
únicas informações disponíveis. Como premissa geológica em que a Bacia do Recôncavo
seja uma bacia cuja origem dos sedimentos seja predominantemente terrígena (conforme
descrito no Capítulo 2) um “palpite” intuitivo seria que uma amostra de rocha tomada
aleatoriamente seja um folhelho, um arenito ou um slurry. Segundo a seção esquemática
da bacia apresentada na Figura 10, o folhelho representa a maior parte das rochas desta
bacia, portanto a probabilidade de que a rocha em questão seja um folhelho é a maior
dentre as demais possibilidades.

Figura 10 – Seção da Bacia do Recôncavo, onde a maior parte dos sedimentos é folhelho
(verde), mas também com alguma quantidade considerável de arenito (amarelo)
(Da Silva, 2013).

A probabilidade atribuída ao folhelho é então considerada como um conhecimento a
priori, isto é, uma premissa probabilística baseada em uma análise prévia sobre a geologia
regional. Este pensamento pode ser formalizado se considerarmos que L seja uma variável
aleatória com espaço amostral S de forma que S = {arenito, folhelho, slurry}. Portanto,
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a probabilidade de uma litologia qualquer ser um folhelho, é dada por P (L = folhelho),
e podemos adiantar que, segundo a Figura 10, P (L = folhelho) > P (L = arenito) >

P (L = slurry).

4.2 Verossimilhança
Considere agora a existência de uma propriedade geofísica G aleatória, cujo espaço

amostral S seja o conjunto dos números reais (S = R), e que esta variável aleatória
contínua G tende a apresentar distribuições distintas (não uniforme) considerando a
litologia em L. Assim sendo, G é dependente de L, logo existe um P (G|L) tal que
P (G|L) 6= P (G) (condição de dependência simplificada adaptada de Casella e Berger
(2010)). Consequentemente, podemos inferir que P (G|L) seja também um conhecimento
prévio associado a cada litologia L.

4.3 Regra de Bayes
Seja a probabilidade de encontrar uma litologia L = l (onde l pode ser qualquer

litologia do espaço amostral de L), considerando a propriedade Geofísica aleatória G = r

em uma dada profundidade. Formalmente, queremos descobrir P (L = l|G = r), que
também pode ser descrita como probabilidade a posteriori. Pela regra de Bayes:

P (L|G) = P (G|L)P (L)
P (G) , (4.1)

em que P (G) é a probabilidade marginal e será discutida adiante. Momentaneamente,
pode-se interpretar que a rocha não seria mais um folhelho, pois P (L = l|G = r) pode ser
mais baixa para o folhelho do que para as demais litologias do espaço amostral de L, o que
influencia em P (L = l). No entanto, se o espaço amostral de G for R, logo, P (G = r) = 0,
assim como P (G = r|L = l) = 0 onde r é um número real qualquer (MURTY; DEVI,
2011; CASELLA; BERGER, 2010). A probabilidade marginal P (G) é sempre constante para
qualquer valor L e pode ser redefinida conforme a lei da probabilidade total (LANGLEY;

IBA, 1992; CLAPHAM; NICHOLSON, 2009; CASELLA; BERGER, 2010; UPTON; COOK, 2014)

P (G) =
n∑
i=1

P (G|L = li)P (L = li), (4.2)

em que, considerando este trabalho, n = 3 e l1 = arenito, l2 = folhelho e l3 = slurry.
A Equação 4.2 garante que a soma dos resultados P (L = arenito|G = r) com
P (L = folhelho | G = r) e com P (L = arenito | G = slurry) seja igual a
um, garantindo a condição do segundo Axioma de Kolmogorov (P (S) = 1)(CASELLA;
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BERGER, 2010). Portanto, resta apenas uma condição a ser resolvida que é definir o valor
de P (G = r|L = l).

4.4 FDP - Função de Densidade de Probabilidade
A função densidade de probabilidade (FDP) é uma função não negativa e integrável

que permite transformar uma variável aleatória contínua, como G, em uma probabilidade
(MURTY; DEVI, 2011; LINDBERG; RIMSTAD; OMRE, 2015). Se para uma propriedade G,
observamos que é mais provável encontrar os valores r em um intervalo (a, b) do que
fora deste, logo, P (G) pode ser descrito por uma densidade de probabilidade. A FDP
usualmente utilizada é a Gaussiana (ou normal), que é descrita pela seguinte expressão:

N(r) = 1
σ
√

2π

− 1
2

(r−µ)2

σ2
, (4.3)

onde σ é o desvio padrão, µ a média. Dentre as funções de densidade, a Gaussiana foi
escolhida para esse trabalho pois é a FDP comumente utilizada em outros trabalhos (LI;
ANDERSON-SPRECHER, 2006; LI; CHAN; NGUYEN, 2013) e devido ao Teorema do Limite
Central onde a distribuição normal pode ser utilizada para aproximar diversas distribuições
com grande amostragem (CLAPHAM; NICHOLSON, 2009; UPTON; COOK, 2014).

4.5 Condição naïve
Até o presente momento, apresentamos a variável aleatória G como uma propriedade

geofísica de referência. Para o presente trabalho, associamos os perfis geofísicos GR, DT e
log(ILD) à três variáveis aleatórias GR, DT e log(ILD) (referente aos perfis homônimos),
onde assume-se, teoricamente, que estas variáveis gerem valores aleatórios. Desta forma, o
teorema de Bayes consiste em obter a posteriori:

P (L|GR,DT, log(ILD)) = P (L)P (GR,DT, log(ILD)|L)
P (GR,DT, log(ILD)) , (4.4)

onde (L|GR,DT, log(ILD)) é um evento L condicionado à GR ∩ DT ∩ log(ILD), con-
siderando ∩ como a intersecção entre as variáveis. A condição naïve assume que todas
as propriedades são independentes entre si, ou seja, que GR 6= f(DT, log(ILD)) (assim
como para DT e log(ILD)). Em relação às probabilidades, essa independência assume
que P (GR ∩DT ∩ log(ILD)) = P (GR) × P (DT ) × P (log(ILD)), e consequentemente
(CASELLA; BERGER, 2010),

P (GR,DT, log(ILD)|L) = P (GR|L)× P (DT |L)× P (log(ILD)|L). (4.5)
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Hand e Yu (2001) apresenta uma compilação de vários trabalhos que comparam
a condição naïve com outras metodologias, de modo que, a condição naïve está sempre
relacionada aos melhores resultados. Hand e Yu (2001) também justifica que estes resultados
favoráveis estão associados a menor variância na estimativa de probabilidades. Para auxiliar
no entendimento da variância, considere o exemplo onde se deseja obter P (GR,DT );
segundo a condição naïve P (GR,DT ) = P (GR)×P (DT ). Estas probabilidades podem ser
obtidas através de dois histogramas 1D, com n elementos cada, um para cada propriedade
geofísica. Sem a condição naïve, P (GR,DT ) é um valor específico em um histograma 2D
que possui n2 elementos. Observe que, sem a condição de independência, o resultado é
muito mais específico, e essa especificidade é o que aumenta a variância dos resultados.
A Figura 11 (A) representa o histograma 2D para as probabilidades de P (GR,DT )
considerando o exemplo supracitado aplicado ao banco de dados. Já a Figura 11 (D) é o
resultado de P (GR,DT ) considerando a condição naïve, para o mesmo banco de dados.

Figura 11 – Probabildiades baseadas em histogramas 2D (A,B e C) onde ρ é o coeficiente
de correlação; e probabilidades segundo condição naïve (D, E e F).

Nas Figuras 11 (D) e (E) observam-se duas zonas bem distintas, com probabilidades
acentuadas, o que não é claramente observado nas Figuras 11 (A) e (B). Estas zonas
estão associadas a sistemas deposicionais distintos (turbidítico e lacustre), e demonstram
a capacidade da condição de independência em salientar aspectos particulares do dado.
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Outro argumento que salienta a aplicação da condição naïve é a inexistência da
dependência real nos dados. Considerando que o grau máximo de dependência seja uma
relação de uma propriedade por ela mesma (crossplot do GR pelo GR por exemplo),
a métrica que melhor indica a dependência é o coeficiente de correlação. A Figura 11
apresenta os coeficientes de correlação ρ para as três propriedades geofísicas analisadas,
comparadas duas a duas. Considerando que a independência máxima ocorre quando
ρ = 0 e a completa dependência quando ρ = 1, os valores de ρ apresentados indicam
uma correlação incipiente entre as propriedades, à exceção para o par GR e log(ILD). É
importante salientar que para a completa dependência ρ = 1 para relações lineares, caso
contrário, ρ ≈ 1 (ISAAKS; SRIVASTAVA", 1989; DOWDY; WEARDEN; CHILKO, 2004).

4.6 Naïve Bayes padrão (STD)
O classificador naïve Bayes é uma técnica de AM que pode ser utilizada de forma

supervisionada e não supervisionada (GÁMEZ; RUMÍ; SALMERÓN, 2006). Quando utilizado
de forma supervisionada, o classificador consiste na aplicação do teorema de Bayes sob a
condição naïve.

Nesta, utiliza-se a FPD Gaussiana como padrão devido a sua capacidade de
representar, uma grande variedade de distribuições (em referência ao teorema do limite
central). A equação do método naïve Bayes para classificação é dada por (MURTY; DEVI,
2011):

L′ = máximo
[
P (L = L̄l)

m∏
k=1

P (G = Ḡk|L = L̄l)
]n
l=1

, (4.6)

onde L′ é a litologia classificada e L̄ = [arenito, folhelho, slurry]. A classificação é
feita para cada litologia L̄l e a escolhida é aquela onde o valor de probabilidade é maior
(maior probabilidade de ocorrer na profundidade). Devido à necessidade dos valores de
probabilidade, optamos por utilizar a versão extendida da Equação 4.6:

L′ = mámixo
[

P (L = L̄l)
∏m
k=1 P (G = Ḡk|L = L̄l)∑

i P (L = L̄i)
∏m
k=1 P (G = Ḡk|L = L̄i)

]
l=1

. (4.7)

A etapa de treinamento T do classificador naïve Bayes define as médias µ e os
desvios padrão σ de modo que se tenha uma dupla de (µ, σ) para cada litologia e para
cada propriedade geofísica (considerando este trabalho, são 9 (µ, σ) para as três litologias
e as três propriedades). Estes valores de (µ, σ) são utilizados para estimar, através da FDP,
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as probabilidades de P (G|L), de modo que:

P (G = Ḡk|L = L̄l) = 1
σl,k
√

2π

− 1
2

(r−µl,k)2

σ2
l,k . (4.8)

Com o intuito de expandir as possibilidades do classificador NB, apresentamos
nas seções seguintes algumas estratégias metodológicas para aprimorar o cálculo das
probabilidades a priori e as verossimilhanças que compõem a base conceitual do método
(i.e., a Equação 4.6).

4.7 Estratégias para Aprimorar o Método Naïve Bayes
O classificador naïve Bayes, que é a metodologia adotada, é um método super-

visionado, e estes usualmente apresentam uma estruturação com duas funções: uma de
treinamento (t) e uma de classificação (c). A parte de treinamento é conceitualmente
definida como:

T = t(Ḡt, Lt), (4.9)

em que Ḡt é uma matriz de propriedades com dimensões o×m onde m é o número de
propriedades a serem utilizadas e o é o número de amostras; Lt é um vetor com o elementos
constituído por litologias. O sufixo t é referente a treinamento, e portanto, a matriz Ḡt e a
litologia Lt são conhecidas. T é um conjunto de parâmetros a ser definido na etapa de
treinamento e que vai ser utilizado durante a classificação conforme:

L′ = c(Ḡc, T ), (4.10)

onde Ḡc é uma matriz de propriedades com dimensões q ×m em que q é o número de
amostras, e o sufixo c é referente a classificação, e L′ é a litologia classificada.

Nas seções seguintes deste capítulo, apresentamos cinco variações para o método
Naïve Bayes padrão (STD) que são: naïve Bayes sintonizado (TUN), naïve Bayes com
FDP dada pelo Kernel density estimation (KDE), naïve Bayes arquitetura (ARC) e naïve
Bayes com informação estratigráfica prévia (CRC).

4.8 1ª estratégia: Cálculo das verossimilhanças via Kernel Density
Estimation (KDE)
Alternativamente ao uso da distribuição Gaussiana como função densidade de

probabilidade, o KDE é uma estimativa, não paramétrica, da FDP cujo conceito está
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associado a Silverman e Jones (1989). Define-se uma estimativa não paramétrica, por aquela
que não utiliza parâmetros como, por exemplo, o µ e o σ das distribuições (SPRENT, 1988;
CORPORATION, 2014). Portanto, o KDE é uma estimativa que se ajusta primordialmente
aos dados, e um de seus propósitos principais seria uma alternativa numérica, contínua
do histograma (SCOTT, 2015). Dentre as diversas aplicações do método KDE, este se
destaca na análise numérica, no método de diferenças finitas (ROSENBLATT, 1956; TARTER;
KRONMAL, 1976), suavização na convolução, aproximação de séries ortogonais (KRONMAL;

TARTER, 1968; WATSON, 1969) e na média de histogramas deslocados (averaging of
shifted histograms) (ROSENBLATT, 1956; SCOTT, 2015). A equação da KDE é dada por
(ROSENBLATT, 1956; SCOTT, 2015):

f(x) = 1
nh

n∑
i=1

N
(
x− xi
h

)
, (4.11)

onde n é o número de amostragens, N é a função kernel, e h é a largura de banda do
kernel (ou bandwidth). Neste trabalho optamos pelo uso do KDE como uma aproximação
numérica para a distribuição dos dados, e utilizamos o algoritmo KDE de Virtanen et al.
(2020), cuja formulação é similar a 4.11, e que considera h calculado pela regra de Scott
(SCOTT, 2015):

h(n, d) = n−1/(d+4), (4.12)

em que d é a dimensão do problema, ou o número de propriedades. A metodologia da
variação KDE consiste, portanto, na substituição da FDP gaussiana pelo KDE usando a
função gaussiana como kernel.

4.9 2ª estratégia: Utilização do Naïve Bayes em Modo ensemble
(Arquitetura - ARC)
A estratégia arquitetura é baseada no trabalho de Horrocks, Holden e Wedge (2015),

onde são considerados dois tipos de arquitetura: singular e conjunta (ou committee do
inglês). A arquitetura singular é um modo usual onde um único conjunto de dados para
treinamento é considerado. Utilizando o método naïve Bayes como referência, este considera,
unicamente, um conjunto de propriedades geofísicas Ḡ e um conjunto de litologias L̄ que
são utilizados nas etapas de treinamento e validação.

A arquitetura conjunta considera que cada poço, que compõe o banco de dados
de treinamento, seja uma instância separada de treinamento, ou seja, existe um L̄w e um
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Ḡw onde o sufixo w é referente ao poço. Essencialmente o classificador naïve Bayes deve
realizar a etapa de treinamento T para cada poço, ou seja:

Tw = t(Ḡt,w, Lt,w), (4.13)

e calcular uma classificação L′ para cada poço w conforme:

L′w = c(Ḡc, Tw). (4.14)

Este processo vai retornar uma quantidade de classificações L′w que é convertida em uma
matriz LW com dimensões (q×v) onde, novamente, q é o mesmo número em profundidade
de Ḡc e v é o número total de poços. Consequentemente, a classificação final L′ consiste
em determinar a classificação mais comum em profundidade, portanto:

L′ = mais comum [LWc]qc=1 . (4.15)

A Figura 12 apresenta um exemplo esquemático do cálculo do NB ARC. Na
profundidade 1, a litologia classificada é L′, pois esta é a única existente em todos os poços.
Na profundidade 6 a rocha classificada é o slurry, visto que esta é a mais comumente
encontrada no intervalo. Para o caso de empate como na profundidade 5, o critério é a
primeira ocorrência, no caso, o folhelho.

Figura 12 – Exemplo de classificação segundo a estratégia ARC, onde w1−5 são os poços e
L′ a litologia classificada. O ∗ na linha 5 indica um valor de L′ obtido pelo
critério de desempate.

4.10 3ª estratégia: Naïve Bayes Sintonizado (TUN)
Usualmente, os métodos de aprendizado de máquina necessitam de parâmetros

que são introduzidos manualmente antes de aplicação do método. Esses parâmetros são



CAPÍTULO 4. TEOREMA DE BAYES 45

denominados de hiperparâmetros devido a sua independência em relação aos dados, e
portanto, considerados em um nível superior se comparados aos parâmetros ajustados
durante a etapa de treinamento (AGRAWAL, 2021). Portanto, a etapa de treinamento pode
ser redefinida como:

Ttun = t(Ḡt, Lt, H), (4.16)

onde H é relativo aos hiperparâmetros. Portanto, consideramos aqui uma vertente do
método naïve Bayes onde a priori não é definida pelo banco de dados de treinamento,
como no método STD, mas um hiperparâmetro a ser ajustado.

4.10.1 Sequência de Tuning

Considere que a probabilidade a priori P (L) possa ser definido por um vetor Γ
com dimensão n onde seus elementos são as proporções da litologia l; logo, P (L = l) é
substituído por Γl. Os valores do vetor Γ são gerados de forma aleatória, de modo que
o processo de tuning direciona esse sorteio aleatório para que o resultado do método
apresente o maior valor-f (Equação 3.5).

O algoritmo que realiza o sorteio considera um valor mínimo e um valor máximo
para cada proporção de litologia, Γl,min e Γl,max respectivamente, onde o sorteio sempre é
realizado de modo que Γl,min < Γl ≤ Γl,max, e que

∑Γ = 1. Consequentemente, o algoritmo
inicia considerando Γl,min = 0 e Γl,max = 1, para qualquer litologia l.

O algoritmo de tuning é apresentado no pseudo-código 1, e seu propósito é identificar
uma priori ótima a partir de prioris geradas aleatoriamente, considerando uma convergência
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para o maior resultado da soma do valor-f.

Algoritmo 1: NB - Tuning
Entrada: Ḡt, Lt, Ḡc,a,d,ITE1,ITE2

1 início
2 Γ̄← 0 (inicializa matriz de prioris)
3 para j ← 1, ITE1 faça
4 Γl = Sorteio | 0 < Γl < 1 (para cada litologia l)
5 Γ̄← Γl (armazena em Γ̄ cada ocorrência de Γl )
6 fim
7 para j ← 1, ITE2 faça
8 C ← 0
9 para i← 1, ITE1 faça

10 Segregar aleatoriamente (Ḡt, Lt) em (Ḡt,a, Lt,a) e (Ḡt,100−a, Lt,100−a)
11 T = t(Ḡt,100−a, Lt,100−a, Γ̄i).
12 L′a = c(Ḡt,a, T ).
13 C ← ∑

V F (L′a, La)
14 fim
15 I = idx max b(C) (índices dos b maiores valores de C)
16 Γ̄Mb = Γ̄[I] (Γ̄Mb contém apenas os valores segundo índice I)
17 Γl,min = min(Γ̄l,Mb)
18 Γl,max = max(Γ̄l,Mb)
19 Γ̄← 0
20 para j ← 1, ITE1 faça
21 Γl = Sorteio | Γl,min < Γl < Γl,max (para cada litologia l)
22 Γ̄← Γl (armazena em Γ̄ cada ocorrência de Γl )
23 fim
24 fim
25 I = idx max(C)
26 H = melhor(Γ̄Mb) (a priori que apresenta o melhor resultado)
27 Ttun = t(Ḡt, Lt, H)
28 L′ = c(Ḡc, Ttun)
29 fim

Saída: L′
.

Para executar o algoritmo 1, é preciso que se tenha uma matriz de parâmetros referente
ao treinamento Ḡt, um vetor de classes Lt e os parâmetros de classificação Ḡc. Os demais
valores (a,d,ITE1,ITE2) não têm relação direta com o dado, e sua função é gerenciar o
processo de sintonização. A seguir comentamos mais sobre eles e sobre os processos a que
estão associados.
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A sintonização assume que não existe um valor conhecido da priori, e portanto,
esta deve ser inicializada aleatoriamente. Portanto, o algoritmo cria uma listagem aleatória
de prioris denominada Γ̄ que vai ser refinada durante todo o processo de tuning até que se
obtenha a priori ótima. O usuário deve, portanto, informar ao algoritmo o número inicial de
prioris em ITE1. Neste trabalho consideramos que ITE1 = 100. Na sequência, a variável
ITE2 é referente a principal iteração da sintonização, ou seja, a porção responsável por
otimizar o valor de Γ̄. Devido ao grande custo computacional deste processo, consideramos
que ITE2 = 10.

A segunda iteração interna tem o propósito de aplicar o classificador naïve Bayes e
porções do dado de treinamento, o que pode ser considerado como uma validação cruzada
de etapa única. O dado de treinamento é segregado, aleatoriamente, em duas porções, a
primeira (a%) utilizada para validação, a segunda (100 − a%) para o treinamento. As
litologias classificadas L′a são comparadas com as litologias La através da métrica MV F a
ser armazenada na variável C. Optamos por utilizar a = 40%, pois este valor resulta em
uma amostragem mais ampla.

Na sequência, ainda interno a primeira iteração, o algoritmo determina os b%
maiores valores de C e, portanto, uma sublistagem de prioris (Γ̄Mb). Dessa sublistagem são
selecionados os valores máximos e mínimos de priori para cada litologia com o propósito
de realizar um novo sorteio de prioris Γ̄. Optamos por b = 40% pelas mesmas razões
discutidas acerca de a.

Após ITE2 iterações o algoritmo seleciona, da última sublistagem, a priori que
obteve o maior valor de V F , aplica o classificador naïve Bayes utilizando esta priori,
e retorna a litologia classificada. A figura Figura 13 apresenta o processo iterativo de
sintonização, inciado a partir de várias prioris aleatórias.

Figura 13 – Convergência das prioris considerando M=10 iterações.
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4.11 4ª estratégia: Naïve Bayes Combinado com Informação Geo-
lógica Prévia (CRC)

O CRC é a última estratégia do classificador naïve Bayes, e possui semelhança com
o ARC quanto a sua estruturação. O CRC considera zonas em profundidade referentes aos
estágios turbidíticos crc-1, crc-2 e crc-3 (FREIRE et al., 2020; SILVA, 2020; SILVA et al., 2018).
Pela perspectiva classificatória, estas zonas indicam uma homogeneidade local referentes à
sua gênese e, consequentemente, podem ser classificadas de modo independente tal como
apresentado na seção 4.9. Portanto, considere um conjunto CR de modo que seu espaço
amostral é definido por {1, 2, 3}, e que cr é uma zona genérica de CR, logo, o treinamento
pode ser definido como:

Tcr = t(Ḡt,cr, Lt,cr, V ), (4.17)

onde Ḡt,cr é a matriz de propriedades e Lt,cr é a litologia, considerando apenas a zona
cr em profundidade, e V é a verossimilhança (calculada através da FDP gaussiana). A
classificação é definida por:

L′cr = c( ¯Gc,cr, Tcr), (4.18)

em que ¯Gc,cr é a matriz de propriedades do poço a ser classificado considerando a zona cr.
Nesta estratégia, a verossimilhança é calculada para o campo como um todo . A litologia
final L′ é obtida:

L′ = [LCRi ]3i=1. (4.19)

Portanto, para utilizar a alternativa CRC é necessário que o poço a ser classificado
já esteja zonado, o que pode ser realizado através da interpretação do perfil GR, comumente
presente nos poços, mesmo nos mais antigos. O método CRC aplicado neste trabalho
considera um zoneamento associado ao fluxo turbidítico, e portanto, está associado à
interpretação geológica restrita para esta bacia, no entanto, este abre um precedente para
o uso de outros tipos de zoneamento com correlação estratigráfica nos poços.



5 Resultados

A análise dos resultados compreende duas seções principais: uma para a validação
e outra para a aplicação real. A seção de validação se inicia com uma análise geral
das classificações obtidas por cada estratégica para cada poço que compõe o banco de
dados de treinamento, através das dispersões/distribuições e das tabelas de valor-f e erro.
Posteriormente, segue-se uma análise individual para cada estratégia, que é concluída com
uma análise comparativa entre todos os resultados. A seção de aplicação real consiste na
classificação de eletrofácies em um poço sem descrição litológica utilizando o naïve Bayes
e as estratégias apresentadas no Capítulo 4

5.1 Distribuição e Análise dos Dados de Treinamento para o Campo
de Massapê
O cálculo da verossimilhançaa P (G|L) foi efetuado à partir dos dados de 12 poços

do Campo de Massapê, Bacia do Recôncavo. A estruturação destes dados é apresentada
na Figura 14 onde expomos os gráficos de dispersão e os histogramas do banco de dados
por litologia. Neste caso, os perfis GR, DT e log(ILD) são apresentados aos pares, cujo
objetivo é verificar o comportamento da distribuição dos dados interpretados a partir do
perfil DRDN (FREIRE et al., 2020), e como estes se correlacionam. Os resultados tendem
a ser melhores quando existe alguma separabilidade espacial entre os dados referentes a
cada litofácies. Teoricamente, o método NB (e correlatos) desconsideram a dispersão, pois
tem como premissa o principio da independência entre propriedades (seção 4.5), mas a
distribuição evidencia uma correlação incipiente entre as propriedades.

A princípio observamos uma boa separação entre arenitos e folhelhos principalmente
quando o perfil GR é considerado, conforme pode ser observado na Figura 14 a). No
entanto, há uma considerável sobreposição entre os arenitos e os slurries, o que implica em
maior dificuldade na classificação dessas eletrofácies. Outro ponto mencionável é que os
gráficos de dispersão que não envolvem o perfil GR apresentam uma maior sobreposição
nas litologias interpretadas, tornando-o essencial na classificação de arenitos e folhelhos no
Campo de Massapê. A realização desta análise prévia é de suma importância visto que
esta indicam que haverá uma boa classificação para o folhelho, e razoável para o arenito e
slurry. Os gráficos da Figura 14, apresentam as dispersões entre as propriedades (estas
condicionadas às litologias), assim como, as distribuições para cada propriedade/litologia.
Nas distribuições, as curvas em vermelho são referentes a FDP Gaussiana, utilizada nas
estratégias STD, ARC, TUN e CRC; enquanto que as azuis foram as FDP’s utilizadas
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pela estratégia KDE, onde o ajuste às distribuições é mais preciso.

Figura 14 – Gráficos de dispersão e distribuição do banco de dados de treinamento; Letras
a, e, i apresentam as verossimilhanças por litologia, tanto ajustada via distri-
buição normal (curva nas cores da litologia), assim como valores da média m̄
e do desvio padrão σ para cada litologia; a triangulação esquerda, referente
as letras d, g, h, são os gráficos de dispersão para cada litologia, apresentando
também o coeficiente de correlação r e gaussianas bidimensionais para cada
litologia (curvas de nível nas cores da litologia); A triangulação direita, refe-
rente as letras b, c, f, apresenta o gráfico de compartimentação hexagonal, e
as gaussianas bidimensionais para cada litologia com sua respectiva coloração.

5.1.1 Análise do Campo de Massapê: Erro e valor-f

De um modo geral, todas as estratégias apresentam resultados bem similares. Os
erros médios oscilaram na faixa de 20% e a estratégia que apresentou o menor erro foi
a CRC, com erro médio de 20.315%, sendo o maior erro médio foi referente ao STD
com 22.038%. A Figura 15 apresenta uma tabela com os erros para cada poço utilizado
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no Campo de Massapê, onde podemos observar que o erro tende a ser similar entre as
estratégias, e distinto entre os poços.

Figura 15 – Tabela com os valores dos erros para cada poço, acrescido da média para cada
estratégia.

Considerando a média do valor-F, a melhor estratégia foi a CRC com resultado de
0,69 e a pior foi a TUN com resultado de 0,673. A Figura 16 expõe os valores do valor-f
referentes a cada poço onde observamos, novamente, que os valores tendem a ser parecidos
entre as estratégias e com variação entre os poços.

Figura 16 – Tabela com os valores de MVF para cada poço, acrescido da média para cada
estratégia.

Considerando os resultados apresentados, a estratégia CRC é aquela que se apresenta
com maior eficácia na classificação de dados de poços, seguida diretamente pela ARC,
com resultados bem promissores. Apesar de não demonstrar uma melhora substancial em
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relação à estratégia tradicional STD, e de sempre apresentar valores similares, a CRC
apresentou o melhor resultado também na contagem poço a poço, ou seja, a CRC tem
o maior valor-f em oito dos 13 poços, e o menor erro em quatro dos 13 poços. Deste
modo, interpretamos que existe uma distinção regional considerável entre os poços, devido
a variação do erro nas tabelas, e pelos resultados consideráveis do método ARC, mas
que também existe uma homogeneidade estratigráfica proeminente nas zonas referentes
a estratégia CRC. Dessa forma, definimos o poço 7MP 50 BA como o de validação das
estratégias apresentadas neste trabalho, especialmente por apresentar as maiores diferenças
entre os valores-F computados. Isso reforça o fato do zoneamento ser um fator diferencial
para refinar o uso do classificador NB.

5.2 Poço de Validação :7-MP-50D-BA
Nesta seção, uma análise mais específica é apresentada considerando um único poço.

O propósito é avaliar as estratégias aplicadas neste trabalho de modo mais usual à análise
petrofísica. Portanto, foi escolhido o poço 7-MP-50D-BA, pois este apresenta uma diferença
considerável da CRC para com as demais estratégias (tecnicamente o 7-MP-40D-BA seria
aquele com a maior diferença, mas devido ao grande erro associado a este poço, não o
consideramos como representativo do campo).

5.2.1 Avaliação da Classificação via STD

Para esta estratégia, consideramos como priori a proporção de litologias tomadas
para o campo inteiro (com exceção ao poço de validação), e está representada na figura
Figura 17. As verossimilhanças desta estratégia foram calculadas com base nas FDP’s
gaussianas.

Figura 17 – Gráficos em pizza para todos os 12 poços do Campo de Massapê.

47%

33%

20%

shale
sandstone
slurry

O erro aproximado desta estratégia foi de 25% (Figura 18 - f), e está mais evidente
na profundidade de 2650 m. Acima deste ponto, na porção correspondente aos espessos
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pacotes de folhelho, a ocorrência de erro é menor, principalmente se comparado com a
porção mais profunda do poço. Este comportamento estaria associado a facilidade do
método em diferenciar a porção lacustre da turbidítica (folhelho/não folhelho) e a uma
maior dificuldade em diferenciar as fácies turbidíticas (arenito/slurry), estas comumente
presentes na porção inferior do intervalo. Esta tendência esta presente tanto no perfil
classificado, quanto no perfil de erros, evidenciando, segundo este último, que os erros são
mais comuns na porção arenosa, e que geralmente se apresentam em blocos. Observa-se
também que quando o perfil GR está alto, o modelo tende a classificar as rochas como
folhelho, e quando está baixo, como arenito. Um comportamento similar (porém inverso),
pode ser observado no perfil log(ILD). Quando ambos os perfis GR e log(ILD) são baixos,
ou seja, nas porções do arenito com baixa saturação de hidrocarbonetos, os erros tendem
a ser maiores. Este é justamente o caso observado nos arredores da profundidade 2650
m, onde o erro é bem pronunciado em dois blocos no que seriam arenitos erroneamente
interpretado como slurry. O perfil de probabilidades evidencia que o método é bem assertivo
em definir o folhelho em relação às demais litologias, enquanto que tende a ser irresoluto
na definição de arenitos e slurries. Uma tendência observada é que, para a classificação de
arenitos, o método costuma ser mais assertivo, se comparado às rochas classificadas como
slurries, sempre existe uma probabilidade razoável para que a rocha no intervalo seja um
arenito Figura 18.
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Figura 18 – Classificação do poço de validação via estratégia STD onde: (a) litologia
interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e) litologia
classificada; (f) perfil de erros; (g) perfil de Probabilidades.

A matriz de confusão relativa ao STD (Figura 19 (a)) salienta a efetividade do
classificador na identificação de folhelhos, mas que apresenta alguma dificuldade em
classificar arenitos e slurries, de modo que uma porção considerável dos arenitos (28%)
foi confundida com o slurry. A precisão e o valor-f indicam a dificuldade do método
em identificar o slurry, enquanto que os valores altos da revocação no slurry estariam
associados a baixa quantidade de falsos positivos, referente a uma tendência do método
em confundir arenito com slurry (Figura 19 (b)).
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(a) (b)

Figura 19 – Matriz de confusão (a) e tabela com valores de precisão, revocação e valor-f
(b) para o naïve Bayes STD

5.2.2 Avaliação da Classificação via KDE

Esta estratégia considera, como priori, a proporção de litologia no campo inteiro,
ou seja, a mesma da STD. A grande mudança está relacionada ao uso da distribuição
homônima (kernel density estimation) apresentada na Figura 14 letras (a), (e) e (i) (curva
azul).

A estratégia KDE apresentou resultados bem similares em comparação com o
STD, conforme pode ser observado pelos valores bem próximos do erro (Figura 20 (f)).
Uma maior distinção está bem pronunciada próxima a profundidade de 2800 m, onde
observamos duas camadas finas de slurry em meio a uma zona de intercalações entre as
três litologias. Observamos também uma maior tendência em valorizar o folhelho, algo
que pode ser observado pela coloração mais esverdeada do perfil da Figura 20 (e).
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Figura 20 – Classificação do poço de validação via estratégia KDE, onde: (a) litologia
interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e) litologia
classificada; (f) perfil de erros; (g) perfil de Probabilidades.

Esta tendência (de privilegiar o folhelho) é bem evidente na matriz de confusão
(Figura 21 (a)), onde podemos observar que uma porção considerável do slurry é erro-
neamente classificada como folhelho. Salientamos também que esta estratégia resultou
em um aprimoramento na classificação do arenito. Adicionalmente, a KDE apresentou
uma revocação relativamente maior para o arenito (Figura 21 (b)), indicando uma maior
quantidade de verdadeiros positivos (TP). De modo geral o KDE privilegiou as litologias
que são quantitativamente dominantes (arenito e folhelho) em detrimento do slurry.
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(a) (b)

Figura 21 – Matriz de confusão (a) e tabela com valores de precisão, revocação e valor-f
(b) para a estratégia KDE

5.2.3 Avaliação da Classificação via TUN

A estratégia TUN considera a distribuição gaussiana para o campo inteiro (excluindo
o poço de validação), e uma priori aleatória otimizada através de 10 iterações. O resultado
destas iterações é apresentado no gráfico em pizza na Figura 22.

Figura 22 – Priori ótima calculada após 10 iterações.

Esta estratégia demonstra uma tendência em valorizar mais o arenito em relação
ao slurry, algo que é bem perceptível ao se observar o perfil da Figura 23 (e), próximo a
profundidade de 2800 m. Esta estratégia modifica apenas a priori do método, algo que
está bem evidente no perfil de probabilidades (Figura 23 (g)) que, comparado ao STD,
apresenta uma probabilidade menor para o slurry.
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Figura 23 – Classificação do poço de validação via estratégia TUN, onde: (a) litologia
interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e) litologia
classificada; (f) perfil de erros; (g) perfil de Probabilidades.

A análise da matriz de confusão demonstra que esta estratégia tende a melhorar a
classificação para o arenito, enquanto que piora a dos slurries, ou seja, a estratégia prioriza
o arenito na classificação (Figura 24 (a)). Este processo é evidenciado pela métrica de
revocação com incremento no arenito, e a redução para o slurry (Figura 24 (b)) e pode ser
justificado como uma maior quantidade de slurry sendo classificada como arenito (falsos
positivos do arenito).
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(a) (b)

Figura 24 – Matriz de confusão (a) e tabela com valores de precisão, revocação e valor-f
(b) para a estratégia TUN

5.2.4 Avaliação da Classificação via ARC

A estratégia ARC considera uma priori e uma verossimilhança para cada poço do
campo de massapê, desconsiderando o poço 7-MP-50D-BA. Devido a complexidade em
apresentar estes dados, optou-se por omití-los nesta seção.

Esta estratégia apresenta uma tendência em supervalorizar o folhelho, o que
pode ser observado nas duas camadas prominentes próximas à profundidade de 2850 m
erroneamente classificadas como folhelho (Figura 23 (e)). O perfil de probabilidades indica
que, neste intervalo, a litologia poderia ser classificada como arenito ou folhelho, o que
não é usualmente observado (Figura 23 (e)).
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Figura 25 – Classificação do poço de validação via estratégia ARC, onde: (a) litologia
interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e) litologia
classificada; (f) perfil de erros; (g) perfil de Probabilidades.

A análise da matriz de confusão demonstra que esta estratégia tende a classificar
uma quantidade considerável de slurry como folhelho (falsos positivos do folhelho), enquanto
que melhora (sutilmente) a classificação dos arenitos (Figura 24 (a)). Este processo é
evidenciado também pela redução da precisão na classificação do folhelho, assim como,
pelo aumento na revocação do arenito (Figura 24 (b)).
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(a) (b)

Figura 26 – Matriz de confusão (a) e tabela com valores de precisão, revocação e valor-f
(b) para a estratégia ARC

5.2.5 Avaliação da classificação via CRC

A estratégia CRC considera um zoneamento em profundidade relativos a zonas
produtoras. Os intervalos de profundidade destas zonas, para o poço 7-MP-50D-BA, são:
CRC 1 [2341 a 2496]; CRC 2 [2496 a 2657]; e CRC 3 [2657 a 2973]. A Figura 27 apresenta
as prioris utilizadas para o cálculo em cada zona.

(a) CRC 1 (b) CRC 2 (c) CRC 3

Figura 27 – Gráficos em pizza mostrando as prioris para cada zona considerando o poço
de validação 7-MP-50D-BA.

Em termos gerais, a estratégia CRC apresentou resultados bem similares se compa-
rados a aplicação STD, principalmente quanto ao erro concentrado próximo à 2650 m e
uma maior frequência de erros abaixo deste ponto. O perfil da Figura 28 (h) indica que a
presença de três zonas referentes ao fluxo turbidítico, com transições nas profundidades
aproximadas de 2500 e 2650 m, esta última coincidindo com a região de maior erro nas
classificações. Esta estratégia apresenta um erro de 20% e uma forte tendência em super-
valorizar os arenitos na região relativa à profundidade de 2657 a 2973 (CRC 3), algo que
pode ser observado também no perfil de probabilidade, com uma menor probabilidade
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(em geral) de se classificar slurries.

Figura 28 – Classificação do poço de validação via estratégia CRC, onde: (a) litologia
interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e) litologia
classificada; (f) perfil de erros; (g) perfil de Probabilidades.

A estratégia CRC, conforme pode ser observado pela matriz de confusão da Figura 28
(a), apresenta uma forte tendência em criar falsos positivos para o arenito, devido à priori
que é mais favorável a esta litologia no intervalo. Este processo resulta em uma redução
na precisão da classificação dos arenitos, mas aumenta a revocação (Figura 28 (b)).
Considerando o valor-f, todas as litologias apresentaram um incremento em relação ao
STD, com destaque para o arenito.
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(a) (b)

Figura 29 – Matriz de confusão (a) e tabela com valores de precisão, revocação e valor-f
(b) para a estratégia KDE

Por fim, a Figura 30 apresentada compreende as classificações efetuadas para cada
estratégia. Inicialmente, observa-se que os métodos são bem similares, em particular para
a porção superior do poço. Salientamos também um grande destaque para a CRC, princi-
palmente abaixo da profundidade de 2650 m, onde esta estratégia apresentou uma forte
tendência em supervalorizar o arenito, processo este que faz com que esta se aproxime mais
da litologia original (Figura 30 (a)). Nenhum método conseguiu identificar corretamente
as duas camadas de arenito próximas a 2650 m muito provavelmente devido ao baixo valor
do log(ILD) neste intervalo.
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Figura 30 – Classificações do poço de validação usando todas as estratégias, onde: (a)
litologia interpretada; (b) perfil GR; (c) perfil DT; (d) perfil log(ILD); (e)
estratégia STD; (f) estratégia KDE; (g) estratégia CRC; (h) estratégia ARC;
(i) estratégia TUN;

5.2.6 Poço de classificação

A Figura 31 apresenta uma junção de todos os resultados do método naïve Bayes e
estratégias correlatas para o poço 5-BRSA-365-BA. A análise comparativa mostra uma
discrepância para a classificação do arenito, onde as estratégias STD, CRC e TUN naïve
apresentam um arenito bem definido, blocado, com formato similar ao encontrado nos
outros poços; enquanto que a KDE e a ARC apresentaram camadas bem finas de arenitos,
em baixas quantidades, apresentando algum agrupamento nas regiões onde as propriedades
apresentam formas distintas (por volta de 1090, 1170 e 1250 m). Considerando os resultados
podemos interpretar que o folhelho é a eletrofácie predominante neste poço, que existe
algum slurry disperso e bem definido em todos os métodos, e que, muito provavelmente
existem duas camadas de arenito próximo das profundidades de 1100 e 1250 metros. Em
essência, o não reconhecimento destas fácies pelas estratégias KDE e ARC estaria associado
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a baixa do perfil log(ILD), devido a ausência de hidrocarbonetos.

Figura 31 – Aplicação das estratégias ao poço de classificação 5-BRSA-365-BA, onde: (a)
perfil GR; (b) perfil DT; (c) perfil log(ILD); (d) Litologia classificada através
da estratégia naïve Bayes; (e) Litologia classificada através da estratégia
KDE; (f) Litologia classificada através da estratégia naïve Bayes faciológico;
(g) Litologia classificada através da estratégia naïve Bayes arquitetura; (h)
Litologia classificada através da estratégia naïve Bayes tuning

A análise individual mostra que no perfil GR as litologias tem um padrão esperado
segundo o regime de fluxo que domina a deposição, onde as eletrofácies referentes a uma
granulometria mais fina apresentam um valor maior, enquanto que as mais grosseiras
tem um valor menor. No perfil DT (sônico), observa-se uma forte sobreposição entre o
arenito e o slurry, onde este último apresenta os menores valores de média, enquanto
que a distribuição do folhelho é mais distintas. Por fim, para o perfil log(ILD) existe
uma sobreposição considerável entre as eletrofácies, mas as distribuições ainda são bem
definidas.



6 Conclusões

Neste trabalho foram utilizadas cinco estratégias relacionadas ao classificador naïve
Bayes com o intuito de promover uma utilização mais efetiva da técnica de AM. Estas
estratégias foram utilizadas no problema da classificação de eletrofácies, a partir de perfis
geofísicos de 12 poços referentes ao Campo de Massapê, Bacia do Recôncavo. Foram feitas
duas avaliações: para o campo como um todo, e para um perfil representativo referente à
melhor das estratégias (CRC). As métricas para avaliação foram: perfil de erros, precisão,
revocação e valor-f. Posteriormente, estas estratégias foram utilizadas na classificação do
poço 5-BRSA-365-BA, este desprovido de perfil litológico.

Os resultados foram promissores quanto ao uso destas estratégias na predição
de litologias utilizando os perfis GR, DT e log(ILD), considerando que apenas um dos
perfis (GR) é usualmente utilizado na classificação de rochas. É importante salientar que
o perfil log(ILD) é sensível ao óleo presente dentro dos poros da rocha, e portanto, a
caracterização do arenito e do slurry está condicionada à saturação de óleo. Como a etapa
de treinamento foi realizada considerando rochas que contém hidrocarbonetos, todas as
estratégias tendem a apresentar erros pronunciados em regiões com baixa saturação de óleo.
Outro ponto que deve ser considerado é que o perfil log(ILD) apresenta uma tendência
resistiva em torno do reservatório, e que essa tendência não foi removida durante a etapa
de pré-processamento. A validação indicou que as metodologias tendem a apresentar
resultados similares entre si, e que a maior distinção ocorre geograficamente, isto é, cada
poço apresenta um comportamento particular. Dentre todas as estratégias, aquela que
mais se destacou foi a CRC que é referente a zonas em profundidade associadas ao processo
turbidítico.

Uma classificação automática foi realizada para o poço 5-BRSA-365-BA, este sem
perfil litológico interpretado. Este poço era o único onde os perfis GR, DT e log(ILD)
estavam presentes e que só possuía o RHOB para a classificação. Todas as estratégias
foram aplicadas e os resultados foram bem distintos, confrontando a perspectiva vigente
de que as estratégias (em particular a KDE e a STD) apresentam resultados similares.
O poço 5-BRSA-365-BA, em conjunto com o perfil log(ILD), aparenta enaltecer uma
tendência particular às estratégias KDE e ARC, que é a sensibilidade aos dados. Como o
treinamento foi aplicado em uma região com uma presença considerável de hidrocarbonetos,
a classificação torna-se tendenciosa para hidrocarbonetos. Essa tendência estaria sendo
mitigada nas estratégias STD, TUN e CRC devido à utilização da gaussiana como FDP
(reforçamos que as estratégias TUN e CRC atuam majoritariamente na priori).

Apesar do resultado duvidoso da estratégia ARC na classificação do poço 5-BRSA-
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365-BA, seus resultados foram significativos na classificação (segundo melhor método), e
portanto, pode ser utilizada em conjunto com outras estratégias. Salienta-se que o volume
de amostras também pode ter sido um fator relevante na determinação da priori do TUN,
e portanto, sugere-se uma análise com uma amostragem constante para cada litologia.
A TUN foi aplicada considerando apenas a priori, mas esta estratégia pode ser aplicada
também na bandwidth da verossimilhança (ou nos dois).



7 APÊNDICE

Esta seção é dedicada ao artigo intitulado "Analysis of alternative strategies applied
to Naive-Bayes classifier into the recognition of electrofacies: Application in well-log data
at Recôncavo Basin, North-East Brazil"submetido à revista Journal of Petroleum Science
and Engineering no dia 31/05/2022. O texto do artigo conta com a autoria de Mário
Martins Ramos, Rodrigo Bijani, Fernando Vizeu, Wagner Lupinacci e Fernando Freire. O
abstract do artigo doi removido deste apêndice por motivos de revisão do trabalho junto
ao corpo editorial da revista.

7.1 Introduction
Machine learning (ML) methods are inherently present in several scientific disci-

plines. As a subgroup of artificial intelligence, ML algorithms are capable of identifying
particular patterns in data-sets by gaining experience (MURPHY, 2012; SAMMUT; WEBB,
2011; ALPAYDIN, 2014). The learning-ability of a machine is originally approached in
Turing (1950). The development of ML techniques is strictly related to the data-processing
capability, severely restricted until the end of nineties. As stated in Georgiev (2021), the
advance of computational resources has dramatically improved the applicability of ML
algorithms. These are applied in a broad variety of themes (SAMUEL, 1959; BISHOP, 2006;
ABDULKADER; LAKSHMIRATAN; ZHANG, 2016; MURAKAMI; MIZUGUCHI, 2010; HORROCKS;

HOLDEN; WEDGE, 2015; RAJKOMAR; DEAN; KOHANE, 2019; ORS, 2020; RAN et al., 2021).
In Geosciences, ML methods are extremely required for solving some challenging problems.
For example, Delfiner, Peyret e Serra (1987) produces a pioneer work using statistical
analysis to predict lithologies from well-log data. An automatic lithologic description
within formations are performed by combining wireline measurements with lithofacies into
the method of discriminant analysis. Coudert, Frappa e Arias (1994) have presented a
statistical approach using Bayesian discriminant analysis to predict lithofacies. A combina-
tion of several parameters represented by different Gaussian distributions are considered as
prior information. Additionally, the prior probability is obtained from particular geological
knowledge of the studied area. Following Bayes rule, the maximum posterior probability
and the most useful log-responses to define lithofacies have been selected. Unfortunately,
examples have shown that the success of prediction from wireline logs depends especially
on the quality of the acquired data. More recently, Dell’Aversana, Ciurlo e Colombo (2018)
integrate gravity, well-log, seismic and electromagnetic data using different ML methods to
produce geologic models. Following the same guideline, Jia et al. (2021) uses an ensemble of
ML methods combined with density, susceptibility and well-log data for the same purpose.
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The obtained results reaches 90% accuracy. Bray e Link (2015) compares a support vector
machine, a random forest and a neural network to identify UXO (Unexploded Ordnance)
through magnetic data. In this case, the combination of methods provides 100% accuracy,
with just 28% of false negatives. Yang et al. (2020) use a ML method to improve the
resistivity modeling obtained by magnetotelluric inversion. (KUANG; YUAN; ZHANG, 2021)
locate focal mechanism during an Earthquake using deep learning. Four events with
amplitudes higher than 5.4 Mw are accurately determined. Wrona et al. (2018) test 20
supervised ML techniques to improve seismic interpretation by using previous interpreted
data during the supervision stage.

Well logging concepts are based on acquisition tools in depth. The wide variety of
equipment results in different geophysical logs. Consequently, various physical parameters
are continuously measured in situ (ELKATTAN; ALFY; ELAWADI, 2020). This large set of
observations allows a detailed study of the subsurface, which is prolific for exploration
purposes (ELLIS; SINGER, 2007; DVORKIN; GUTIERREZ; GRANA, 2014). The affinity between
rocks units and log readings is preponderant to the well-logging relevance to applied
geophysics. However, there is no geophysical functional that associates log readings and the
rock unit itself. Thus, there is plenty of room for ML methods in solving some challenging
problems involving well-log data, such as simulation of logs (AKINNIKAWE; LYNE; ROBERTS,
2018; BADER; WU; FOMEL, 2018; HOSSAIN et al., 2020; FENG; GRANA; BALLING, 2021;
MELLO; LUPINACCI, 2022) and facies identification (BUSCH; FORTNEY; BERRY, ; ROGERS

et al., 1992; COUDERT; FRAPPA; ARIAS, 1994; BHATT; HELLE, 2002; SINGH, 2011; XIE et al.,
2018; ALZUBAIDI et al., 2021; XU et al., 2021b). The former is a natural and well-established
scientific challenge addressed to ML practitioners. This recognition problem is definitively a
relevant issue in hydrocarbon exploration. Geophysical well-log data provide prolific vertical
resolution and also good continuity among rock units (ELLIS; SINGER, 2007). Therefore,
the classification of lithologies based on well-log data is one of the basis of reservoir studies.
In the recent years, several researchers studied this problem. Li e Anderson-Sprecher
(2006) identify lithofacies from well-log data by comparing both discriminant analysis and
naïve Bayes classifier. The results indicate that both methods perform adequately for the
given data set (i.e., GR, NPHI and resistivity logs). Li, Chan e Nguyen (2013) uses two
specific ML methods to determine lithofacies log. A neural network and a decision tree are
considered and the former provides the best classification outcome. More recently, Xu et
al. (2021a) applied active learning to establish the lithology identification model with as
few labels as possible. Popular ML algorithms are considered and extensive experiments
to compare the performance of each algorithm are taken into account. With very few
labeled data, the accuracy of the best method (i.e., Uncertainty-Entropy) reached 88, 4 %.
(LAN et al., 2021) have proposed the multiclass positive and unlabeled machine learning
(PU-learning) which uses labeled data and unlabeled data simultaneously to identify five
types of carbonate log facies. This method can further use the log-data information of a
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large number of unlabeled samples to alleviate the overfitting caused by insufficient labeled
samples. Additionally, no additional labeling costs for model construction is considered.
An actual application for two carbonate well blocks in the Tahe Oilfield shows that when
using only limited labeled log facies data, PU-learning outperforms supervised support
vector machine (Supervised-SVM) and supervised artificial neural network (Supervised-
ANN) in general. Kumar, Seelam e Rao (2022) applied supervised ML techniques such as
Support Vector Machine (SVM), Decision Tree (DT), Random Forest (RF), Multi-Layer
Perceptron (MLP), and Extreme Gradient Boosting technique (XGBoost) for meticulously
interpreting such banded coal seams from geophysical logs. To investigate the efficacy
of the above-mentioned five ML techniques, Gamma-ray, Density, and Resistivity logs
were considered from four boreholes drilled in Talcher coalfield, Eastern India. ML model
training results indicate that all the prediction models have scored more than 88% accuracy
scores in classifying carbonaceous and non-coal lithofacies.

Historically, the pioneer methods in facies classification are stochastic-based, which
is a fundamental aspect for solving problems with inherent randomness. This kind of
configuration is naturally encountered in well-log data. Thus, Naïve-Bayes (NB) classifiers
emerges as one of the most prominent and effective inductive learning algorithms (RISH,
2001; ZHANG, 2005; QIN et al., 2017). Conceptually, a Bayesian approach to classification is
appealing due to flexibility of new information to be introduced into prior probabilities
and likelihood models (LANGLEY; IBA, 1992; TANG; WHITE, 2008). As stated in Domingos
e Pazzani (1997), Rish (2001), the success of naïve Bayes classifiers is weak-dependent on a
refined fit to a probability distribution. Rather, an optimal classifier is then obtained if the
actual and estimated distributions agree on the most-probable class. The impact of this
simplification is often surprisingly small and early experience with naïve Bayes suggests
reasonable lithofacies reconstructions when compared to ML methods that are burden
of lengthy training required, such as neural networks (LI; ANDERSON-SPRECHER, 2006;
LI; CHAN; NGUYEN, 2013; MASOUDI et al., 2012; FENG; GRANA; BALLING, 2021). So, the
conditional independence assumption might not be a major concern to achieve a competitive
performance of NB classifier, as also mentioned in Li e Anderson-Sprecher (2006). This
intriguing aspect calls our attention and is one of the major scientific justifications of this
work. A deeper understanding of data patterns that affect the performance of naïve Bayes
is still required. Additionally, improving the calculation of both prior probabilities and
likelihood models are recommended if one wants an optimal performance of naïve Bayes
classifiers (LI; ANDERSON-SPRECHER, 2006; XIE et al., 2018; HORROCKS; HOLDEN; WEDGE,
2015; XU et al., 2021a).

In this work, we promote a comparative evaluation of five alternative strategies to
compute prior probabilities and/or likelihoods to be used in the naïve Bayes classifier. The
problem to be solved consists of classifying rock units from well-log data of Massapê Field,
in Recôncavo Basin, northeast Brazil. We begin this paper with an overall description of
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Recôncavo Basin, especially the rock units comprising Massapê Field. We then describe
and locate the log-data to be considered into training data-set. Gamma-ray, sonic and
logarithm of resistivity logs of twelve wells are considered in our experiments. After that,
true lithologic logs are computed by density and neutron-porosity logs, following Freire et
al. (2020).

The first strategy, named as standard naïve Bayes, consists of computing likelihoods
by means of Gaussian distributions and prior probabilities by analyzing the entire training
data-set. In the second strategy, we then use the Gaussian kernel density estimation, named
as KDE, to compute the likelihoods in place of conventional normal distributions, following
the same framework in (LI; ANDERSON-SPRECHER, 2006; XIANG; YU; KANG, 2016). The
third strategy considered in our investigation is the committee architecture, which trains a
separate classifier on each well’s data. Each classifier independently assigns a lithology label
to the presented depth interval. These labels are tallied, and the highest voted lithology is
used as the final label (HORROCKS; HOLDEN; WEDGE, 2015). The fourth strategy works
directly into the estimation of prior probabilities in an iterative-optimization procedure,
named as tuning (XIE et al., 2018; LOPES; JORGE, 2018). The fifth and last strategy, named
as CRC, consists of integrating the stratigraphic information of Massapê Field to set up
prior probabilities in different depth zones. As such, we considered this novel application
of real interest, once the method is associated with previous geologic information of the
studied area. With this, we highlight that naïve Bayes is able to improve classification
outcomes. Through confusion Matrices and some statistics (i.e., precision, recall and fscore
values) for the CRC strategy, we demonstrate and extend the applicability of naïve Bayes
classifier to solving rock-units recognition. At last, we would like to reinforce the robustness
and reliability of this learning algorithm, especially when reasonable log-data is considered.

7.2 Geologic settings: Recôncavo Basin
Recôncavo Basin is an onshore sedimentary basin located in Northeast Brazil, Bahia

state. One of the pioneer exploratory scenarios in South America, Recôncavo is considered
a mature sedimentary basin, which oilfields have been achieved the highest production
rates. The sedimentary evolution of this basin comprises a transition from shallow-marine
sedimentation, known as Pedrão Member to the Cazumba Member, a Paleozoic lakeside
system (NETTO; OLIVEIRA, 1985; CARLOTTO, 2006; COURA, 2006; GORDON; DESTRO;

HEILBRON, 2017).

The aborted rifting systems Recôncavo-Tucano-Jatobá are related to the early
stages of Gondwana’s breakup. The basic structure of Recôncavo sedimentary basin is a
half-graben, limited by faults in East and West (see Figure 32). In an overall perspective,
the depositional system date from Neo-Jurassic is basically composed of lacustrine, fluvial
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and eolic depositions. The early-rifting lacustrine strata of Eo-cretaceous comprises the
shales of both Candeias and Maracangalha formations, and the turbidite units (Pitangas
and Caruaçu), which are basically transported by mass flows (COHEN, 1985; L.F., 2000;
OLÍVIO et al., 2007).

During the medium stages of Eo-Cretaceous, the silting of Recôncavo Basin is major
associated with deltaic and fluvial depositions of Pojuca and São Sebastião formations,
respectively. The latter depositional system is the major occurrence of Neogene (BRUHN et

al., 1994; FREIRE et al., 2020).

7.2.1 Massapê Field

The hydrocarbon exploration is still prolific in Massapê Field especially due to
reservoir rocks of Maracangalha Formation - Caruaçu Member. Turbiditic sediments are
the major occurrences in this formation (FREIRE et al., 2020). The turbidity fluxes are
interbedded with lake deposits of shales and small amounts of marls (CAIXETA et al.,
1994; FREIRE et al., 2020). During a study of electrofacies and also by high-resolution
stratigraphy, Freire et al. (2020) defines sandstones, shales, siltstones and shaly sandstones
as the main occurrences in Massapê Field. The latter two are herein coupled and referred
to as slurries. Additionally, the Caruaçu member is separated by three depth-zones of
turbiditic systems, CR-1, CR-2 and CR-3 (MUTTI; NORMARK, 1991; FREIRE et al., 2019).
In this work, we make use of this prior geologic information to increase the classification
accuracy of NB classifier.
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Figura 32 – (A) Location of the Recôncavo Basin in Brazil. (B) the study area comprising
the Massapê oilfield. (C) The set of training wells (black dots) and the
validation well (green dot) (BRUHN, 1999).

7.3 Well-log data of Massapê Field
All wells comprising the training database are composed by gamma-ray (GR),

sonic (DT), logarithm of resistivity (log_ILD), bulk density (RHOB) and neutron porosity
(NPHI) logs. The wells are located in Massapê oilfield, as can be seen in Figure 32 (b).
There is a high number of drilled wells in the region, which increases the amount of reliable
well-log data to be used in our training database. As a quality-control method, we discard
all readings with compromised caliper information, resulting in a training dataset of twelve
wells. We focus our application on Caruaçu Member within Maracangalha Formation
(FREIRE et al., 2020).

7.3.1 Interpreted Lithologic Log: DRDN method

Commonly, the true lithologies are absence or not reliable in most of the wells, due
to technical difficulties during the data-acquisition process. Alternatively, the interpretation
of RHOB and NPHI logs is crucial for determining the so-called interpreted lithologic log,
defined by the following expression:

αi = (ρbi − 2.0)
0.05 − (0.45− φni)

0.03 , (7.1)
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where i states for the i-th log value in depth, ρb and φ are RHOB and NPHI logs,
respectively. The αi is the i-th DRDN log-data used herein for interpreting the rock units
in depth. For example, if αi < −1.0 then sandstone is assigned to the i-th depth. Shale is
defined in case of αi >= 0.3. Finally, α values that lie between −1.0 and +0.3 states for
slurry. As can be seen in Equation 7.1, DRDN log is a normalization factor involving ρb
and φn logs. Such method is well suited for reservoir and non-reservoir rocks comprising
the study area. To expand the DRDN method for other sedimentary basins, one should
redefine the coefficients of Equation 7.1. For more details, readers are invited to (FREIRE
et al., 2020).

7.4 Methodology
We start this section with some basic statistics to provide a qualitative error

analysis. We then define the naïve Bayes (NB) classifier method in a standard way. After
that, specific strategies to improve the standard (NB) application are considered. We hope
that through those we could broaden the applicability of this robust Bayesian method
for lithologic reconstruction problems. In our work, all log-data values are normalized to
produce non-biased likelihood estimations.

7.4.1 Basic statistics

In a classification problem, an estimated model is inherently related to imprecision.
This aspect can be computed by statistical validation metrics, such as confusion matrix,
precision, recall and fscore (MCKINNEY, 2012; GRUS, 2015; BRUCE; BRUCE, 2019).
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Figura 33 – Sketch of the concepts for true and false positives and negatives for a specific
lithology (i.e., shale).

Once the true lithologic log is known, the predicted log can be quantified. Figure
33 illustrates the concepts of true positives (TP), true negatives (TN), false positives (FP)
and false negatives (FN) for a fictitious lithologic log. Once these are clarified, we are able
to define the confusion matrix (BRUCE; BRUCE, 2019) by combining TN and TF values
into the principal diagonal, and the false quantities (FN and FP) off diagonal. Moving
forward, we define precision as:

PR =
∑
TP∑

TP +∑
FP

. (7.2)

Equation 7.2 computes the true-positive rate of the positive elements presented into the
confusion matrix. Recall is another useful quantity to be considered in an error analysis
and is defined as:

RC =
∑
TP∑

TP +∑
FN

. (7.3)

In this case, Equation 7.3 is more sensitive to missclassifications of a particular lithology.
Finally, the fscore value combines both precision and recall in the following:

FS = 2 PR×RC
(PR +RC) . (7.4)

Equation 7.4 can be interpreted as the harmonic mean involving PC and RC values.
This can be considered a more robust validation metric. As such, we use Equation 7.4
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throughout the methodology section, once specific strategies are considered to improve
NB classification outcomes.

7.4.2 Naïve-Bayes Classifier

Bayes theorem allows the prediction of a certain phenomenon through conditional
probabilities, which is based on prior knowledge about the phenomenon and observations.
A naïve Bayes (NB) classifier applies Bayes theorem where every feature is assumed to
be class-conditionally independent (LI; ANDERSON-SPRECHER, 2006; MURTY; DEVI, 2011;
LINDBERG; RIMSTAD; OMRE, 2015). This assumption simplifies the classification process by
allowing the posterior probabilities to be calculated separately for each well log. Although
the independence assumption is almost certainly violated, the NB classifier has been shown
to be surprisingly robust in many domains that contain clear attribute dependences (LI;
ANDERSON-SPRECHER, 2006).

In the context of this work, the likelihood is a conditional probability that considers
a random log-data response for a particular lithology in depth. Based on this assumption,
we can use the likelihoods and prior probabilities to classify lithologies. Considering
all lithologies of your problem, the expected solution is the one with higher posterior
probability. Through the naïve Bayes classification method, a particular lithology l at
depth z is defined as lz and can be obtained by:

lz = max

[
p(li)

∏n
j=1 p(dj|li)∑

i p(li)
∏n
j=1 p(dj|li)

]
, (7.5)

where p(li) is the prior probability of the i−th lithology and p(dj|li) represents the likelihood
between the j−th log data (i.e., dj) in depth and the i−th lithology (i.e., li) ((MURTY;

DEVI, 2011)). Symbol max states the maximum computed posterior probability. Equation
7.5 is computed for each lithology in depth. The classification is then associated with the
highest posterior-probability value. Commonly, priors are established by the knowledge of
the entire set of lithologies and likelihoods are obtained by density-estimation functions.

7.4.3 Probability Density estimation

Probability density functions (PDFs) convert continuous data-sets to likelihoods.
In this work, the well-log data is the amount of information to be represented by density
functions. Two possibilities are considered in our approach: The conventional normal or
Gaussian distribution and the Kernel Density Estimation (KDE) (ROSENBLATT, 1956;
TARTER; KRONMAL, 1976; SILVERMAN; JONES, 1989). The former is commonly used in
the standard NB classifier. The latter is extremely powerful for multi-modal data-sets.
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7.4.3.1 Normal distribution

Normal probability functions are often assumed for data in practical situations. In
this study, we assume log readings d given a certain facies (or lithology) l are normally
distributed, with a probability density function given by:

N(d|l) = 1√
2πσ2

l

e
− 1

2σ2
l

(d−µl)2

, (7.6)

where σ2
l and µl are the variance and the mean of log readings given a lithology l,

respectively. The normal distribution is required when a log data of a particular lithology
is mono-modal. Additionally, the central limit theorem states that a large amount of data
reasonably fits a normal distribution (CLAPHAM; NICHOLSON, 2009; UPTON; COOK, 2014).

7.4.3.2 Kernel Density Estimation

In this particular case, the density function is approximated by the superposition
of a set of kernels (LI; ANDERSON-SPRECHER, 2006). As a non-parametric distribution,
the Kernel Density Estimation (KDE) is entirely related to the data to be fitted by a
continuous distribution per lithology l:

K(d|l) = 1
nh

n∑
i=1

N

(
d− di
h
| l
)
, (7.7)

where n is the log-data sampling, h is the window width computed by (SCOTT, 2015), N is
normally a symmetric probability density function, the normal distribution in our case. The
training log data and the i−th log data are d and di, respectively. KDEs are particularly
recommended for multi-modal likelihoods (ROSENBLATT, 1956; TARTER; KRONMAL, 1976).
Additionally, this nonparametric density function is more sensitive to data variability then
parametric ones (SILVERMAN, 1986; SILVERMAN; JONES, 1989; BIANCHI, 1995).
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Figura 34 – Likelihoods computed by normal distribution (a, b, c) and using the Gaussian
kernel density estimation (d, e, f) for each lithologies of the entire training
data-set.

Figures 34 (a), (b) and (c) show likelihoods obtained by means of the normal
distribution (i.e., Equation 7.6). Means and standard deviations for sandstones, shales
and slurries are also computed for each log-data, totaling an amount of nine parameters.
Additionally, we also present the likelihoods when the Gaussian KDE is considered, as
can be seen in Figura 34 (d), (e) and (f). We clearly observe the improvements in data-
representation that KDE can provide, especially for multi-modal data-sets. In counterpart,
the KDE application in a high-definition bandwidth is computationally severe and unusual.
In this work, we use the algorithm implemented in Virtanen et al. (2020), which is based
on Scott (2015) for computing the optimal bandwidth.
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7.4.4 Standard naïve Bayes (NB) classifier

We define the standard NB classifier as the one using likelihoods computed by
Equation 7.6 (Figura 34). Prior probabilities are calculated by the knowledge of proportions
of sandstones, slurries and shales in the entire training data-set, following Li e Anderson-
Sprecher (2006), Murty e Devi (2011). In our context, the lithologies are defined by the
DRDN method (Equação 7.1).

In this work, we make use of different strategies to compute the likelihoods and/or
priors (i.e., elements of Equation 7.5) to improve the NB classifier outcomes. From herein,
the standard NB classifier is referred to as STD.

7.4.5 Strategy 1: likelihoods using the Gaussian Kernel Density Estimation

In this first case, we use the Gaussian KDE (i.e., Equation 4.11) to set the
likelihood models instead of using the standard normal distribution (i.e., Equation 7.6).
This particular strategy is referred to as KDE. Figure 34 shows both normal and Gaussian
KDE likelihoods for the training data-set comprised by wells of Massapê oilfield. From the
DRDN perspective, we can clearly observe a separation between shales and sandstones, with
slurries in-between. This overall data-configuration indicates a promising NB classification
outcome.

7.4.6 Strategy 2: Automatic definition of priors - Tuning

A challenging aspect of the NB classifier lies in a promising definition of prior
probabilities (i.e., p(li) in Equation 7.5). Considering the prior probabilities as hyperpara-
meteres to be optimized, we define a tuning (XIE et al., 2018; SIDDIG et al., 2021) process
by the following steps:

1. Definition of N priors, randomly selected within a search limits of [0, 100%] 1 per
lithology;

2. Use the cross-validation method (XIE et al., 2018) to evaluate the classification
performance of the STD strategy for the set of N priors;

3. Select a subset of priors based on the highest fscore sum values (i.e., Equation 7.4);

4. Reset the search limits for a minimum and a maximum prior values for each lithology
based on the previous subset;

5. Repeat the process narrowing the search limits;

6. Reach the best prior after M iterations.
1 the sum of each prior must be equal to 100.
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The above-mentioned iterative procedure guarantees the convergence to a final prior-
probability model, as can be seen in Figures 35 (a and b). From herein, the tuned NB
classifier is referred to as TUN.

(a) (b)

Figura 35 – (a) Convergence of priors using M=10 iterations and (b) the best obtained
prior.

7.4.7 Strategy 3: Altering Training data-sets, priors and likelihoods - Archi-
tecture

The architecture process explores different training data-set configurations to
produce a robust classification. In our context, we implement the committee architecture,
which is related to a single classification model obtained from independent training sets
(i.e., composed by single wells) (HORROCKS; HOLDEN; WEDGE, 2015). Basically, we can
summary the procedure by the following steps:

1. Definition of M individual training data-sets composed by single wells;

2. Compute M likelihoods and priors (i.e., p(dj|li) and p(li) in Equation 7.5, respectively)
for each individual training data-set;

3. Apply M standard NB classifier into the validation well;

4. Find into the M classified models the most recurrent lithology for each depth.

The committee architecture individually covers the entire training data-set and explores
the generality of each obtained classification model.



CAPÍTULO 7. APÊNDICE 81

Figura 36 – Bar graph with all priors obtained for each training well.

Due to the large amount of data, plotting all likelihoods of each well is completely
unfeasible. As an alternative, we present two extreme situations concerning the likelihoods
of individual wells. Figure 36 shows the likelihoods computed for each well of the individual
training data-set, as mentioned in item 2.
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(a) (b)

Figura 37 – The worst (a, b and c) and the best (d, e and f) likelihood models obtained
during the architecture procedure. m̄ and σ are means and standard deviations
for sandstones (yellow), shales (green) and slurries (grey).

Figures 37 (a,b,c) and (d,e,f) show the worst and the best set of likelihoods
comprising sandstones, shales and slurries, respectively. We use the fscore value (i.e.,
Equation 7.4) to rank the outcomes obtained during the computation of the committee
architecture. From herein, the combination of standard NB classifier (STD) and the
committee architecture procedure is referred to as ARC.
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Figura 38 – All classifications of the validation well 7-MP-50D-BA (a-l) obtained during
the architecture procedure. Track m shows the final classification outcome.

As a measure of the processing time during the ARC strategy, we also present the
classifications obtained by means of individual training data-sets, as can be seen in Figures
38 (a-l). So, the final classification outcome (i.e., Figure 38 m ) is the most recurrent
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lithology for each depth.

7.4.8 Strategy 4: Using stratigraphic information in depth-zones

In this case, we adapt the standard NB classifier to be applied in particular depth-
zones within the validation well. For each zone, a different prior probability is considered.
The lithologic proportions are then based on the production depth-zones of Caruaçu
member, in Maracangalha formation, as mentioned in Freire et al. (2020). The valuable
aspect of this application lies in the use of stratigraphic information to split the standard
NB classification. As such, we name this strategy as CRC. The training data-set is the
same used in standard NB classifier (i.e., likelihoods computed by Equation 7.6).

Figure 39 (a, b and c) show three different prior probabilities used in CRC appli-
cation. The CRC-1 depth-zone is majority covered by shales, while CRC-2 and CRC-3
present more sandstones (44% and 68%, respectively). We define all depth zones according
to Freire et al. (2020).

(a) First zone (b) Second zone (c) Third zone

Figura 39 – Pie plots showing different prior probabilities based on depth-zones for
validation-well 7-MP-50D-BA.

Figura 40 presents a summary of the entire methodology considered in this work.
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Figura 40 – Flowchart of the proposed method.

7.5 Results
In this section we present the classification of lithologies obtained by standard

NB and all strategies presented in this work. The well-log data consist of gamma-ray
(GR), sonic (DT), and deep resistivity (ILD). Formation density (RHOB) and neutron
porosity (NPHI) logs are used to compute the interpreted lithologic log by DRDN method
(i.e., Equation 7.1). The resistivity data are log normally distributed and designated
by log(ILD). Among the three well logs, the variables NPHI, DT, and log(ILD) show
moderately overlapping with each other, as shown in Figura 34 and Figura 37. Specifically,
the log(ILD) log presented in Figura 37 (e) shows a bimodal pattern for sandstones, which
might be related to the presence of hydrocarbons.

We then define the most promising result by analyzing the maximum mean value
of fscore (Equation 7.4) for each well of the data-set. After that, we show a detailed view
of the results for the validation well.

7.5.1 Selecting the validation well

We applied all strategies in all wells of Massapê oilfield to verify the most promising
outcomes. Figure 41 presents fscore values for standard NB classifier (STD) and all
strategies (i.e., KDE, ARC, TUN and CRC). The choice for the validation well comprises
the most promising strategy and is achieved by computing the highest fscore mean value for
the CRC strategy. Additionally, the larger fscore discrepancies per well are also considered
as a selection criterion. So, we select 7-MP-50D-BA (CRC = 0.76, STD = 0.72, KDE =
0.71, ARC = 0.71 and TUN = 0.73) as the validation well.
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Figura 41 – Error analysis by using the fscore calculation (i.e., Equation 7.4).

7.5.2 Validation well: 7MP-50D-BA

Figure 42 shows the classifications for the validation well obtained by each strategy.
From a general perspective, all NB classifier strategies produced similar reconstructions,
which reinforces the robustness of such Bayesian method for classification of lithologies.
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Figura 42 – Overall classifications obtained for 7MP-50D-BA. (a) Interpreted Lithologic
Log, (b) GR log, (c)DT log, (d) log(ILD) log. The classification outcome using
(e) standard NB, (f) KDE, (g) CRC, (h) ARC, (i) TUN.
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Particularly for depth-ranges between 2600 and 2700 m, two thin packages of
sandstones presented in Figure 42(a) are miss-classified by all strategies. This pattern
might be related to the lack of information into the resistivity log (Figure 42-d). Additionally,
the absence of hydrocarbons in reservoir rocks at those depths is also noticeable. We can
observe that the CRC strategy is unduly the best for classifying reservoir rocks bellow
2800 m depth. In opposition, strategies STD, KDE, TUN and ARC are induced for more
slurries than observed in the true lithologic log, as shown in Figures 42(e-i). So, we can
affirm that the CRC strategy is well suited for classification of lithologies of Massapê
oilfield, especially when GR, DT and log(ILD) logs are considered. In the next section, we
present a more in deep analysis of the CRC strategy applied to the naïve Bayes classifier.

7.5.3 Classification of well 7MP-50D-BA using the CRC strategy

Figures 43 (a-h) present the results for validation well 7MP-50D-BA when naïve
Bayes classifier uses stratigraphic information. Figure 43 (a), (b), (c) and (d) show
the interpreted lithologic log obtained by DRDN method, GR, DT and log(ILD) logs,
respectively. Improving the classification analysis, we also present an error log in Figure 43
(f). In an overall perspective, misclassifications are more often at the CRC-2 and CRC-3
zones for slurries and sandstones (i.e., turbidites). As expected, the determination of shales
are more accurate in all zones due to well-defined likelihoods, as previously mentioned.
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Figura 43 – Results for validation well 7MP-50D-BA. (a) Interpreted Lithologic Log, (b)
GR log, (c) DT log, (d) log(ILD) log, (e) classification log, (f) error log, (g)
probability log, (h) depth-zones. The zone CRC-1 varies from 2340 to 2495
m depth, while zone CRC-2 varies from 2495 to 2657. The CRC-3 zone goes
from 2657 down to 2973 m depth.
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Figure 43 (e) exhibits the classified log by means of CRC strategy. We can clearly
observe that the definition of prior probabilities for each depth-zone reduces the total
amount of errors. As an example, the DRDN log (Figure 12a) shows large packages of
sandstones below 2650 m depth, which is indeed reasonably represented by the classified
log. An error log (i.e., Figure 43 f) is also considered, showing a reasonable error of 20%.
Major errors are encountered at zone CRC-2 (i.e., around 2650 m depth). This aspect
might be related to the increased amount of slurries at those depths. Additionally, the
geologic settings for the validation well present less hydrocarbons at the transition between
CRC-2 and CRC-3 zones.

(a) (b)

Figura 44 – (a) Confusion Matrix and (b) Precision, recall and fscore of CRC (i.e., Equa-
tions 7.2, 7.3 and 7.4, respectively) strategy applied to the validation well
7MP-50D-BA.

A more in deep statistical analysis of errors is provided by confusion matrix, as can
be seen in Figure 44 (a). In an overall perspective, shales are more efficiently classified than
sandstones and slurries. Additionally, slurries and sandstones are more often confounded
than slurries and shales. Figure 44 (b) exhibits the precision, recall and the fscore values
for the validation well. We can observe identical precision of CRC in classifying shales and
sandstones. This aspect is due the larger amount of sandstones in relation to shales. In
counterpart, slurry presents the worse precision.

7.6 Discussions and Conclusions
An accurate naïve Bayes application depends on promising prior probabilities and

likelihoods. Estimation of probability densities is important for the calculation of the
likelihood and thus for estimation of lithologies. Prior probabilities are challenging to
be set due to its inherent subjectivity. To cover such particularities, we present in this
paper four strategies that illustrate the eventual improvements that Naïve Bayes (NB)
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classifier can produce compared to the standard (NB) application. This latter method
computes likelihoods by means of normal distributions and prior probabilities are obtained
by exploring the lithologic information presented in the entire training data-set.

The first strategy, named as KDE, computes likelihoods by non-parametric density
functions instead of normal distributions. This approach is expected to be promising
when multi-modal data should be classified. For the validation well presented in this
work, the comparison of KDE and the normal distribution indicates a similar classification
performance, with a narrow vantage for the standard NB, following the same conclusions
of Li e Anderson-Sprecher (2006). The speculation over the bandwidth is absolutely
relevant for improvements in KDE classifications. Furthermore, compared with other
density estimation methods, fitting log readings to a KDE is computationally demanding
for a training data set basically composed by smooth and monomodal distributions.

The second strategy, named as TUN, represents prior probabilities by hyperpara-
meters to be determined by some optimization strategy. In our case, a sort of Monte Carlo
optimization method is implemented and a promising prior is automatically encountered
by maximizing the fscore values. This might be interesting when information about the
distribution of lithologies in the studied area is lacking. So, TUN works as an automatic
estimator of priors and is recommended when lithologic interpretation is dubious, which is
an aspect not considered in the standard NB classifier.

The third strategy, referred to as ARC, combines multiple versions of unstable
classifications in a final and stable outcome compared to the standard NB classifier. In our
work, we create several classification outcomes by means of single-well training data-sets.
With this, we explore the variability of the training data-sets to produce more stable and
robust classifications when compared to the standard NB classifier.

The fourth strategy, named as CRC, uses geologic information in depth to produce
stratigraphic zones. This particularity is directly applied in standard NB classifier to
produce more specific prior probabilities during the classification procedure. As such,
relevant improvements comprising reservoir rocks at the bottom of the well are achieved
when the validation well is splitted into three specific stratigraphic zones. The CRC
strategy can be considered the major innovative aspect of this work, once the combination
of geologic information and a Machine Learning method can significantly improve reservoir
analysis by means of log data. Additionally, we encourage practitioners to expand such
application to other stratigraphic zones, apart from the exploration of hydrocarbons.

The above-mentioned strategies are applied into the lithologic classification problem
comprising well-log data of Massapê oilfield, in Recôncavo Basin, Northeast Brazil. As a
quality-control method, basic statistics, such as confusion matrix, precision, recall and
fscore are also considered.



CAPÍTULO 7. APÊNDICE 92

Commonly, the naïve Bayes (NB) classifier is based on the principle of independence
of features. This assumption is considered one of the most contradictory aspects of NB
classifiers (CRACKNELL; READING, 2014; HORROCKS; HOLDEN; WEDGE, 2015; XIE et

al., 2018; CHERAGHI; KORD; MASHAYEKHIZADEH, 2021). As example, Li e Anderson-
Sprecher (2006) indicate that the independence assumption is not a major concern in
their classification problem due to good obtained classifications. (MURAKAMI; MIZUGUCHI,
2010) is not assertive about the degree of independence among features in their biological
problem and hence an application of NB classifier is worth attempting. Following a different
outline, (DOMINGOS; PAZZANI, 1997) and (FRANK et al., 2000) verified that the naive
Bayes (NB) produces undesired results when it is used for data-regression. In this work, we
endorse the discoveries of (LI; ANDERSON-SPRECHER, 2006) for the classification problem
involving well-log data. In conclusion, further investigations about this issue should be
performed to broader the applicability of NB classifiers. An alternative lies in applying the
augmented naïve Bayes classifier (ZHANG, 2005) to reconstruction of lithologies. In our
application itself, the above-mentioned principle is definitively not an obstacle for reliable
classifications, especially when the most probable lithology is associated to the highest
likelihoods.

In this study, the standard and other four strategies associated to the naïve Bayes
classifier are compared in the problem of classification of lithologies of Massapê oilfield, in
Recôncavo basin, Northeast Brazil. In an overall view, we obtained a slightly improved
classification when the CRC strategy is compared to the others. This is probably related to
the stratigraphic evidences that are incorporated to the set of prior probabilities. We hope
that through this work we have demonstrated the great advantages that NB classifiers
associated with both geologic settings and alternative strategies can bring to machine
learning applied to lithologic classification.
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